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Edasi kolm ANOVA variatsiooni: hierarhiline, juhuslike faktoritega ja korduvmõõtmistega.

Hierarhiline ANOVA

on selline, kus miski faktori (B) mõjudel ‘lubatakse’ erineda miski teise faktori (A) tasemetel. St ei eeldata, et faktori B taseme b1 mõjul faktori A taseme a1 korral oleks midagi tegemist faktori B taseme b1 mõjuga faktori A taseme a2 korral. See vajab seletamist. Lihtne näide on klassid (a, b, c) koolides, uurime keskmise hinde erinevusi klasside kaupa, uuritud on palju koole. Klassid (iga kooli sees sama tähekombinatsioon) võivad erineda keskmise hinde poolest (faktoril “klass” on mõju), kuid pole põhjust arvata, et klassi tähe mõju oleks sama eri koolides (või vähemalt mängime nii, Eestis kipuvad küll a-klassid eriklassid ja teistest paremad olema!). Kui me siis teemegi sellise analüüsi, kus faktor „klass“ (tähistatud tähega) on küll mudelis, aga me ei otsi klassi (tasemed a, b, c) mõju üle koolide (ei küsi, kas „a“ on parem üle koolide) vaid ainult koolide sees ehk siis lubame „tähtede“ mõjudel olla eri koolides erinevad, siis ütleme, et faktor „klass“ on allutatud faktorile „kool“, ehk inglise keeles palju ilusamini .... nested within ..., on tegemist hierarhilise ANOVAga. Hierarchical ANOVA sünonüümiks inglise keeles ongi nested ANOVA. Faktorite nested olemist tähistatakse B(A) või siis konkreetses näites klass(kool). 


Võime näitena küsida, kas linnu sabasule pikkus sõltub soost. Näeme, kuidas muutub tulemus, kui allutame faktori ‘sugu’ faktorile ‘liik’, st lubame sool mõjutada sule pikkust liigiti eri moodi. Olukorras, kus sugu ei ole allutatud liigile (st tavaline ANOVA), testime, kas sool on miskit kindlasuunalist mõju üle kõigi liikide. Näeme, et pole:

DF 
Type III SS 
      F               P

sugu 
 
1 
0.333 
  
0.05 

0.82

liik 

1 
0.333       
0.05 

0.82

aga samade andmete põhjal nestediga, st soo allutamisega liigile tuvastame tugeva soo mõju:

          DF    Type III SS 
      F
     
p

liik        1     0.333
  

0.16 

.69

sugu(liik)  2    40.66 
 

9.76 

.0071

Miks siis - asi selline, et soo mõju erineb liigiti ja iga liigi sees on mõju tugev. Nested ANOVAga selle just tuvastasimegi, et liikide sees on mõju tugev, kuid ei väida midagi selle kohta, et see mõju oleks samapidine eri liikidel (võib olla ja võib ka mitte olla). Nested ANOVA leidis soo mõju, kuid ei püüdnudki väita, et see mõju on eri linnu liikidel sama pidi.


Nested mudeleid tuleb kasutada ka siis, kui uuritavad faktorid on juba loomu poolest hierarhilise iseloomuga ja ühe faktori tasemed ongi teise sees unikaalsed: nii nagu klassid on koolide sisse nested, nii on ka alampopulatsioonid populatsioonide sisse nested (no ei oska ilusti eesti keeles öelda!) ja samu alampopulatsioone ju ei saagi olla teise populatsiooni sees. Sageli on ka treatmendid üksteise sisse nested: treatment võib olla jaotatud alamtreatmentideks ja ühe treatmendi alamtreatmendid pole teises treatmendis ehk loogiliselt võimalikudki.

Juhuslike faktoritega dispersioonanalüüs

tuleb ökoloogias sageli ette. Juhuslik (random) faktor on selline diskreetne sõltumatu muutuja, mille tasemed on vaadeldavad valimina miskist (suurest) tasemete üldkogumist. Sellest üldkogumist siis mingi juhuslik valim tasemeid on meie katsesse võetud. Ökoloogias sageli ette tuleva juhusliku faktori näiteks sobib pesakond ehk siis ühe metsast püütud ema järglaskond. Kuulugu katses olevad loomad (nt 100 tükki) kümnesse sellisesse pesakonda, aga tahtku me oma järeldusi teha mitte kümne pesakonna, vaid kogu üldkogumi kohta (nt kõik seda liiki loomad), milles siis on kahtlemata suur hulk samaväärseid pesakondi. Katses olevad pesakonnad moodustavad niisiis juhusliku valimi üldkogumi pesakondadest – neid on metsas palju-palju, aga meil on vaid kümme katses. Seda asja võib vaadelda ka nii, et sellises olukorras tuleb juurde juhuslik hajuvus uuel tasandil - pesakondade keskmiste dispersioon ümber pesakondade keskmiste keskmise, mida me ei tea, aga mida võime oma valimi põhjal hinnata (see hajuvus “vanal” tasandil on üksikväärtuste hajuvus ümber pesakonna keskmise, teema 3). Sel puhul seepärast öeldaksegi, et juhuhajuvus on mitmetasemeline.
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	Kahetasemeline juhuhajuvus illustreerituna. Tuleta meelde ANOVA pilti loengust 3 – dispersioon sai jagatud tasemete siseseks ja tasemete vaheliseks (rühmade dispersioon ümber üldkeskmise). Juhusliku faktori korral on tasemesisene hajuvus keerulisem: juhusliku faktori tasemete (nt pesakondade) – punased kriipsud - hajuvus ümber rühma keskmise ja üksikvaatluste hajuvus ümber juhusliku faktori tasemete keskmise. 



Faktor, mis ei ole juhuslik, on fikseeritud (fixed) (seni oleme seda vaikimisi eeldanudki). Fikseeritud faktori tasemeid on lõplik hulk (vähemalt meid antud kontekstis huvitavaid) ja kõik on nad meil valimis esindatud. Fikseeritud faktorite puhul oleks imelik mõelda, et nende tasemed on valimiks miskist looduses olemas olevast tasemete populatsioonist. Fikseeritud faktoriteks liigituvad manipulatsioonid e. “töötlused” (treatment) ja “looduslikest”  faktoritest näiteks sugu - on ju meil katses esindatud kõikvõimalikud sood ja katses olevad sood ei ole kuidagimoodi valimiks suurest sugude hulgast looduses!
Sageli sõltub faktori liigitamine juhuslikuks või fikseerituks täpsest probleemipüstitusest - nii võib faktor ‘populatsioon’ olla fikseeritud, kui meid huvitavad just nende populatsioonide vahelised erinevused, mida parasjagu uurime - juhuslik on ta siis, kui huvitab vastus küsimusele, kas liigi populatsioonid üldiselt omavahel erinevad (neid on väga palju ja uuritud on vaid mõned). Selline faktori kuulutamine juhuslikuks või siis fikseerituks mõjutab (sageli oluliselt) analüüsi tulemuste tõlgendust. Ehk siis nii: kui sisult juhuslik (nagu eespool määratletud) faktor on analüüsis juhusliku faktorina, on ANOVA tulemus tõlgendatav kehtivana kogu juhusliku faktori tasemete üldkogumi kohta. Kui käsitleme sama faktorit fikseerituna, on tulemus paika pidav vaid uuritud valimis sisaldunud juhusliku faktori tasemete kombinatsiooni puhul. Ehk siis kahefaktorilise ANOVA (üks faktor toit, teie faktor pesakond) tulemus, et porgandiga söötmine kasvatas jäneste kaalu on tõlgendatav kehtivana kogu uuritava populatsiooni kohta, kui pesakond oli mudelis juhusliku faktorina, kuid vaid meie jäneseaiakese kohta (kus just needsamad viis uuritud pesakonda ongi), kui pesakond oli fikseeritud. 
Pane muidugi tähele, et selline üldistamine saab kehtida ikka ainult sellise üldkogumi kohta, millest oli meil katses juhuslik valim juhusliku faktori tasemeid, üldistama ei tohi minna üle selle piiride. Ehk näitena: kui meil oli katses juhuslik valim Saaremaa jäneste pesakondi (emad püütud juhuslikult üle kogu Saaremaa), siis on analüüsi tulemus üldistatav Saaremaa jänesepopulatsioonile, mitte aga Hiiumaa või kogu Eesti populatsioonile. Kui tahame tulemust üldistada üle kogu Eesti, tuleb ka jäneseid püüda üle kogu Eesti. 

Statistikaprogrammiga ANOVAt tehes tuleb siis ära märkida, milliseid faktoreid käsitletakse juhuslike ja milliseid fikseeritutena. Pidev sõltumatu muutuja (kovariaat) on alati fixed, sellisele pole juhuslikkuse/fikseerituse mõiste (vähemalt samal viisil minu arust)  rakendatav.  Kui miski faktor on kuulutatud juhuslikuks, on juhuslikud ka kõik seda faktorit sisaldavad koosmõjud. Kui mudelis on nii fikseeritud kui ka juhuslikke faktoreid, on tegu segatüüpi ANOVAga (mixed ANOVA) ehk siis segamudeliga. Neid termineid kasutatakse sageli.

Kui on tegu ühefaktorilise ANOVA’ga, pole juhuslike ja fikseeritud mõjudega ANOVAl  miskit vahet, st defineerides sõltumatu muutuja kui juhusliku saame täpselt sama tulemuse kui tema fikseeritud iseloomu eeldades. Vahe pole enamasti suur ka siis, kui kahefaktorilises segamudelis mitte eeldada juhusliku ja fikseeritud faktori koosmõju. Vahe on sageli suur, kui on olemas (ja mudelisse on kaasatud) ka juhusliku ja fikseeritud faktori koosmõju, st fikseeritud faktori mõju erineb juhusliku faktori eri tasemetel. Selle asjaolu seletus on intuitiivne: kui fikseeritud faktori mõju erineb juhusliku faktori eri tasemetel, ongi ju kahtlane minna üle kogu populatsiooni üldistama! Seletame asja lähemalt ehk eeldamegi näitlikustamise tarbeks, et va juhuslik faktor on pesakond ja fikseeritud faktor manipulatsioon (treatment).


Sellise kahefaktorilise segamudeli puhul on  erinevus (siis see, mis tuleneb sellest, kas faktor “pesakond” on juhuslik või fikseeritud) on enamasti suurem just fikseeritud faktori (manipulatsiooni) osas, mitte juhusliku faktori enda osas. Interpretatsiooniline erinevus on selge: kas rakendatud manipulatsiooni kindlasuunaline mõju (st peamõju statistika mõttes) on üldistatav kogu populatsioonile või mitte.


Mängime näitena, et meil oli katses 6 jäneste pesakonda (igaühes mitmeid jäneseid) ja uurime, kas porgandiga söötmisel (lisaks kapsale) on mõju jäneste kasvule. Mängime edasi, et nelja pesakonna puhul oli manipulatsiooni (porgandiga söötmine) mõju positiivne (kaal kasvas), kahe pesakonna puhul negatiivne (tugev pesakond*manipulatsioon koosmõju!). Analüüsime asja kahefaktorilise ANOVAga, kus sõltumatuteks muutujateks on manipulatsioon ja pesakond ja olgu nad analüüsis esialgu mõlemad fikseerituna. Olukorrast võiksime järeldada (kui manipulatsiooni mõju oluliseks osutub) manipulatsiooni peamõju just niisuguse pesakondade kombinatsiooni korral (pesakond fixed) nagu meil katsesse võetud sai. St võime järeldada, et kui meie jänesteaias ongi nüüd ja alati just nende kuue pesakonna jänesed, siis porgandiga söötes kasvavad loomad keskmiselt paremini.

On igati tõenäone, et kui kaasame samas olukorras populatsiooni juhusliku muutujana, siis kaob manipulatsiooni olulisus kus seda ja teist. Seda siis seepärast, et kui eeldame, et pesakondi on populatsioonis palju ja meil on vaid juhuslik valim neist, siis kirjeldatud olukorras oleks ilmsesti küll vale arvata midagi manipulatsiooni mõju kohta populatsioonis üldiselt. Seda siis seepärast, et kui positiivne:negatiivne seis oli 4:2, siis arvesse võttes, et pesakondade arv (valim) oli vaid 6, pole sugugi vähetõenäone, et kogu populatsioonis on seis tegelikult 3:3 või ka 2:4 ja meie valimis teistmoodi vaid valimivea tõttu. Seega nii suure pesakondade vahelise varieeruvuse (manipulatsiooni mõju osas) puhul ei saa nii väikese pesakondade valimi põhjal midagi järeldada manipulatsiooni mõju kohta populatsioonis üldiselt. Ehk siis näidet jätkates: kui on ette näha, et järgmisel aastal pole meil mitte just needsamad pesakonnad vaid miskid muud hoopis metsast püütud (uus valim populatsioonist), siis ei saa me mitte kindlad olla, et porgandiga söötmine ennast ära tasub.

Kvantitatiivne näide asja iseloomustama. Kuus pesakonda siis, neljas on mõju sarnane, kahes väga teistsugune, tugev pesakond*manipulatsioon koosmõju. Juhusliku ja fikseeritud faktori eeldustega analüüsil on väga suur vahe. Alltoodud tabelis on pesakonna keskmised manipulatsiooniti.

	pesakond
	manipulatsioon
	erinevus

	
	a
	b
	

	1
	1
	2
	+1

	2
	1
	-4
	-5

	3
	3
	3,7
	+0,7

	4
	3
	4,3
	+1,3

	5
	4
	-0,3
	-4,3

	6
	4
	5
	+1


	pesakond fikseeritud:

Type 3 Tests of Fixed Effects

               Num     Den   

Effect         DF      DF    F Value    Pr > F

trea            1      24       6.10    0.0211

pesa            5      24      23.70    <.0001

trea*pesa       5      24      11.12    <.0001

	pesakond juhuslik:

Type 3 Tests 

               Num     Den   

Effect         DF      DF    F Value    Pr > F

trea            1      24       0.55    0.4924

pesa            5      24       2.13    0.213 

trea*pesa       5      24      11.12    <.0001



Nüüd aga vaatame sama olukorda, kus trea*pesa koosmõju pole:

	pesakond
	manipulatsioon
	erinevus

	
	a
	b
	

	1
	1
	2
	+1

	2
	1
	2
	+1

	3
	3
	3,7
	+0,7

	4
	3
	4,3
	+1,3

	5
	4
	4
	0

	6
	4
	5
	+1


	pesakond fikseeritud:

Type 3 Tests of Fixed Effects

               Num     Den   

Effect         DF      DF    F Value    Pr > F

trea            1      24       7.76    0.0103

pesa            5      24       12.31    <.0001

trea*pesa       5      24       0.39    0.8486

	pesakond juhuslik:

Type 3 Tests 

               Num     Den   

Effect         DF      DF    F Value    Pr > F

trea             1      24       19.74    0.0067

pesa             5      24       31.32    0.0009

trea*pesa        5      24       0.39     0.8486


... ja näeme, et analüüsi tulemustel põhimõttelist vahet pole. See siis illustreerib, et vahe on üldiselt suur vaid siis, kui fikseeritud ja juhusliku faktori koosmõju on, ja pole seda, kui pole.


Pane siis veelkord seda tähele, et küsimus sellest, kas kaasame faktori juhusliku või fikseerituna, ei tähenda tingimata valikut õige ja vale analüüsi vahel – erinevatel analüüsiviisidel on lihtsalt erinevad interpretatsioonid (vt eespool, kui ei mäleta). Üldisemalt siis – ei ole tingimata nii, et on olemas õiged ja valed viisid andmeid analüüsida, vale saab eelkõige olla meie interpretatsioon tulemustele. Erinevad analüüsid vastavad lihtsalt erinevatele küsimustele ja meile on oluline aru saada, millisele küsimusele täpselt.


Veel seda, et juhusliku faktori tasemeid peaks olema parasjagu palju (umbes vähemalt 5), et asjal (st juhuslike faktoritega ANOVA rakendamisel) mõtet oleks. Seda sellepärast, et analüüsi idee on hinnata, kuidas juhuslike faktorite tasemed on populatsioonis jaotunud, ehk siis hinnata meie valimis esindatud tasemete alusel nende tasemete (nt siis pesakondade keskmiste) jaotust kogu üldkogumis. Kui neid tasemeid valimis (siis nt pesakondi) on väga vähe, jääb see hinnang paratamatult ebatäpseks. 

Korduvmõõtmistega ANOVA (repeated measures ANOVA)

tuleb kasutusele siis, kui näiteks ühte isendit (või muud värki) on mõõdetud mitu korda, näiteks on ühele isendile (siin kontekstis räägitakse subject’ist) rakendatud mitut manipulatsiooni või on muul viisil või põhjusel teada uuritava muutuja väärtused mitmel ajahetkel, näiteks nii enne kui ka  pärast manipulatsiooni rakendamist. Selliseid olukordi ei tohi analüüsida nö ‘tavaliselt’, st ühe isendi erinevaid mõõtmisi eraldi vaatlustena käsitledes, sest nii teeme selle patu, et hindame üle vabadusastmete arvu, nimelt siis muidugi just hälvete (error degrees of freedom, vt loeng 2; ANOVA kontekstis spetsiifilisemalt siis ka denominator degrees of freedom ehk ddf, vt loeng 3) oma. Meil ei ole ju niimitut sõltumatut vaatlust kui mitu meil on mõõtmisi kirjas, ühest isendist saadud sõltuva muutuja väärtused on omavahel sõltuvad subjekti (isendi) võimalike individuaalsete omapärade tõttu. Öeldakse ka, et analüüs, mis käsitleb sõltumatute vaatlustena (replikaatidena) vaatlusi, mis tegelikult ei ole üksteisest sõltumatud, on pseudoreplitseeritud.  Pseudoreplitseeritus on mõistagi paha asi, nii ei tohi.
Probleem siis muidugi selles, et vabadusastmeid üle hinnates võime kergesti saada liiga (st ebaausalt) ‘hea’ tulemuse (st liiga väikese p). Äärmise juhuna kujutame ette, et meil on üks loom (üks isend) keda söötsime porgandiga ja teine loom, keda kapsaga. Mõlemat mõõtsime sada korda ja oletame, et see porgandiga söödetu kasvas paremini. Kui nüüd analüüsiksime asja t-testiga ja vaatleksime iga mõõtmist omaette andmepunktina, saaksime üsna kindlasti toidu mõju kasvule äärmiselt oluliseks (N=200). Aga selge see, et järeldada sellest porgandi paremat kvaliteeti kapsaga võrreldes oleks totter, meil on ju vaid kaks sõltumatut vaatlust analüüsis ja mitte 200! St see loom, keda porgandiga söötsime, võiks kasvada paremini hoopis oma individuaalsete omapärade tõttu, mis pole toiduvalikuga kuidagimoodi seotud.


Teisalt võime mõnikord saada ka liiga kõrge p-väärtuse (ebaõiglaselt ‘kehva’ tulemuse) seeläbi, et me ei võta sedasamust isendite omapära  arvesse. Kui näiteks uurime miski töötluse mõju (karvakasvu peale kemikaaliga määrimist koertel), siis karvakasvu väärtuste suure individuaalse muutlikkuse korral (nagu koertel on) on palju abi teadmisest, milline see karv siis igal konkreetsel juhul enne määrimist oli. Ehk siis olukord on samalaadne sellele, kus kasutasime kovariaati “pildi selgemaks tegemise” nimel (tahame mingi lisatud sõltumatu muutujaga seletada ära osa juhuvarieeruvusest, loeng 5) ja siingi oleks esimene mõte kaasata isendi identiteet (nt koer Muki, Muri jne) lisafaktorina mudelisse. Individuaalse omapära mittearvessevõtmise probleemi see jah tõesti lahendaks, aga vabadusastmed jäävad ikka ülehinnatuks (vt eelmine lõik).

Mõlema probleemi vastu korraga aitab subjektide mahasalgamatu arvessevõtmine ehk siis korduvmõõtmiste analüüsimiseks spetsiaalselt loodud statistikameetodid. Kõige lihtsam selline meetod on t-test sõltuvate valimite jaoks (paired t-test), keerulisematel juhtude tarbeks on korduvmõõtmistega dispersioonanalüüsi (repeated measurements ANOVA) mitmed variandid.

Näide 1. Paired t (sõltuvate valimite t-test). Kõige tüüpilisemal juhul on samu isendeid mõõdetud nii enne kui ka pärast manipulatsiooni rakendamist, seega on objektid  kahes võrreldavas populatsioonis paarikaupa sõltuvad.
Paired t-testi idee on ülilihtne: leitakse paarisisesed erinevused ja võrreldakse vahede keskmist nulliga. Kui erinevuste keskmine erineb nullist (tehakse selline t-testi variatsioon, kus ei võrrelda omavahel mitte kahte valimit, vaid ühte valimit konstandiga – ka see on võimalik), on manipulatsioonil mõju uuritavale muutujale. Need erinevused peaksid olema normaaljaotusega. Nii võib võrrelda pääsukese lennukiirust enne ja pärast saba pikkuse manipuleerimist.

	
[image: image2]
	Sõltuvate valimite t-testi idee on väga lihtne: oleme muutnud 7 linnu saba pikkust ja mõõtnud nende lennukiirust enne ja pärast sellist manipulatsiooni. Arvutame erinevused iga linnu jaoks ja küsime, kas selliste erinevuste jaotuse keskmine erineb nullist. Kui erineb, oli manipulatsioonil mõju. 


Näide 2: olukord, kus “aeg” pole analüüsi kaasatud. Huvitab, kuidas karu karva paksus mõjutab karul elavate täide kaalu. Saadi kätte kümme karu, kuid täisid oli igal karul erinevalt (kätte saadud N varieerub 5-st 100-ni, kokku 400). Iga karu kohta on siis üks karva paksuse väärtus. Väga vale oleks teha nii, et käsitleme kõiki täisid sõltumatute vaatlustena ehk teeme regressiooni 400 punktiga, nii hindaksime vabadusastmeid fataalselt  üle ja saaksime tõenäoliselt “ebaausalt hea” tulemuse. Õige on teha siis korduvmõõtmiste analüüs, subject’iks on siin siis üks karu (st karu on see, keda on korduvalt mõõdetud!, seda siis täide kaalu osas). Pane tähele, et F vabadusastmed tulevad siin 1 ja 8, samas kui iga üksikut punkti eraldi vaatlusena käsitlev regressioon annaks siis ddf=399 – sellest see suur vahe tulebki!
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	Täi kaalu sõltuvus karu karva paksusest. Iga karu kohta on teada üks karva paksuse väärtus, aga kaalutud on palju täisid. Vale oleks teha selline regressioon, kus iga täi on üks andmepunkt. Iga karu keskmistega seda teha on oluliselt parem, aga parim on aus korduvmõõtmiste analüüs (karuisendeid on korduvalt mõõdetud täi kaalu osas).  


Miks ei võiks aga iga karu kohta täide kaalude keskmised arvutada (kümme tükki) ja siis nende keskmistega regressioon teha? Suur viga see tõesti poleks, aga selline analüüs ei arvestaks asjaolu, et eri karudel on eri arv täisid ja seega tuleks neid aastaid eri kaaluga arvesse võtta (repeated ANOVA oskab seda arvestada!). Nii lihtsalt ei saaks me ka juhul, kui mudel oleks keerulisem, st iga andmepunkti (täi) kohta oleks veel näiteks kovariaat teada (täi vanus näiteks), seda ühe täi tasemel kovariaati ei saaks kuidagi analüüsi kaasata, kui see teha vaid karude keskmiste tasemel.
Programmiväline lisakommentaar huvilistele. Korduvmõõtmiste olukord, kus  „aeg ei ole kaasatud“, on lahenduv ka nii, et korduvmõõdetu (karu, ülaltoodud näites) on juhuslik faktor ja programmi instrueeritakse arvutama hälvete vabadusastmed karude arvu, mitte täide arvu põhjal.  
Näide 3: olukord, kus “aeg” on analüüsi kaasatud. Linnukesi söödetakse eri taimede seemnetega (mitu manipulatsiooni)  ja uuritakse parasiitide ohtrust kirjeldavat indeksit. Iga linnu parasiteeritust mõõdetakse 4 korda võrdsete ajavahemike tagant. Lind on siin subjekt, st see, keda on korduvalt mõõdetud. Näide erineb eelmisest just aja kui sõltumatu muutuja kaasamise poolest, st mõõtmised on ajaliselt järjestatud ja mängime nii, et see on oluline (eelmises näites ei olnud oluline, mis järjekorras täisid korjati). Küsimus on eelkõige selles, kas parasiteerituse tase  sõltub sellest, millega linde söödeti ja kuidas see mõju muutub ajas. Seepst on interpretatsiooniline põhitähelepanu suunatud aja ja manipulatsiooni koosmõjule: selle olulisusest järeldame, et dieet mõjutas parasiteerituse dünaamikat. Selline katsedisain ja analüüs on tüüpiline ravimi mõjude uurimisele arstiteaduses.

	
[image: image4]
	Katse korduvmõõtmistega: linde söödeti kahe toiduga (punased ja mustad jooned, ühe linnuisendi erinevad vaatlused on ühendatud) ja uuriti, kas parasiitide arv sõltub sellest.  



Seda lõiku eksamil ei küsi, see rohkem huvilistele ehk neile, kes seda reaalselt kasutama hakkavad. Korduvmõõtmisetga ANOVA puhul antakse suvandina ette ka kovariatsioonistruktuur, ehk arusaam sellest, kuidas eri ajavahemike tagant mõõdetud väärtused on omavahel korreleerunud (tegemist siis autokorrelatsiooniga ajas, vt aegridade loengut). Näiteks autoregressivse kovariatsioonistruktuuri (üks võimalik selline) puhul eeldame, et kui (aja mõistes) naabervaatluste puhul on korrelatsioon roo (st selline kreeka täht), siis ajas kahe ühiku kaugusel olevate vaatluste puhul on see roo-ruut, edasi roo-kuup jne. Kuna korrelatsioon on kindlasti alla ühe, siis astmenäitaja suurenedes (ehk siis aja möödudes) need korrelatsioonid vähenevad, mida ongi mõistlik eeldada. Neid korrelatsioone arvutamaks tuleb siis moodustada andmestik, kus üheks muutujaks on vaatlused misiganes ajahetkel, teiseks muutujaks vaatlused üks ajaühik (mõõtmiskord) hiljem. Nende kahe muutuja vahele saame siis korrelatsiooni arvutada. Edasi koostame uue andmestiku, kus on kaks muutujat nii, et vastavaid väärtusi eraldab kaks ajaühikut, ja arvutame uue korrelatsiooni. Nii saame korrelatsioonikordajad, mis vastavad ühele, kahele jne ajavahemikule: siit saame siis uurida, kuidas see korrelatsioonikordaja siis ajas muutub ja kas see muutus vastab sellele. Neid kovariatsioonistruktuure on teisigi, ja programmid pakuvad ka võimalusi uurida, milline neist andmetega kõige paremini sobib. Asi on analoogne autokorrelatsiooni hindamisega aegreas, vt paar loengut edasi. 
Nii, kõik ülalesitatu on muuhulgas hoiatuseks, et dispersioonanalüüsi saab ajada väga keeruliseks, st ühes mudelis võib korraga olla 1) nii juhuslikke kui fikseeritud faktoreid, 2) igasuguseid hierarhilisi struktuure (st mitte ainult kaks taset, vaid ka rohkem) ja 3) korduvmõõtmisi oma disainide kogu mitmekesisuses.  Kui asi läheb keeruliseks kätte, otsi abi. Või, mis veel parem, planeeri oma katse nii, et ei lähe nii keeruliseks et ise enam hakkama ei saa.

************************** jutu lõpp ***********************
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