Katseandmete analüüs

Loeng 7. Dispersioonanalüüsi lisavidinaid II 

Kirjutas Toomas Tammaru, konsultant Ants Kaasik, versioon 2025
Kui sõltumatud muutujad omavahel korreleeruvad (mittetasakaaluline olukord, I ja III tüüpi analüüsid)

Siiani eeldasime vaikimisi, et mitmefaktorilises ANOVAs (või muus analoogses analüüsis) sõltumatud muutujad omavahel ei korreleeru, asi läheb keeruliseks (ja huvitavaks) siis, kui nad korreleeruvad. Probleem siis selles, et kui ühekaupa ette võttes mõjutab kahest korreleerunud muutujast sõltuva muutuja väärtusi nii üks kui teine, siis jääb lahtiseks, et kumb siis tegelikult - või hoopis mõlemad? 
On nimelt võimalikud vahendatud seosed ehk kaudsed seosed (või antud juhul kitsamalt sellised korrelatsioonid). Nimelt võib statistiline analüüs leida korrelatsiooni  muutuja A ja muutuja B vahel ilma, et A-l ja B-l oleks omavahel mingit sisulist seost. See on siis võimalik niimoodi, et seda näivat seost A ja B vahel vahendab muutuja C – kui A-l on seos C-ga ja B-l on seos C-ga, siis võime leida korrelatsiooni ka A ja B vahel. Nii korreleerub inimpopulatsioonis kinganumber kindlasti päevas tarbitava toidu hulgaga, kuid selline seos pole mõistagi sisuline vaid tekib seeläbi, et mõlemad muutujad on korreleerunud keha suurusega.
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Kui uurimegi tarbitud toidu hulga seost keha suuruse ja kinga numbriga, siis oskame oma sisulise asjast aru saamise toel öelda, et kumma mõju siis see otsene (sageli tõlgendatav kui põhjuslik) on ja kumma muutuja oma vahendatud. Sageli ei pruugi see aga nii lihtne olla: näiteks kui uurime sellesama päevas tarbitud toidu koguse sõltuvust a) kehakaalust ja b) mao ruumalast, ei julge mina küll väita, et üks neist sõltumatuist muutujaist vaid vahendatud mõju omab, küllap on mõlemal ka oma otsene mõju. Suurem keha vajab rohkem toitu ja samas peab rohkem sööma, et suurem magu täis saaks ja vastava signaali annaks.
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Statistika võimuses ei ole kahjuks anda täielikku vastust küsimusele, et kumb korreleerunud sõltumatutest muutujaist (keha suurus või mao ruumala) siis omab otsest ja kumb vahendatud mõju sõltuvale muutujale (tarbitud toidu hulk) või on mõlemal nii seda kui teist ja mil määral. Küll võimaldab ANOVA-lähenemine jagada kõnealuse kahefaktorilise mudeli (söödud toidu hulk sõltub keha suurusest ja mao ruumalast) poolt seletatud dispersiooni  (st sõltuva muutuja dispersiooni) kolmeks osaks: 1) see osa, mis on kindlasti seletatav ühe sõltumatu muutuja otsese mõjuga  (ja mitte teise otsese mõjuga); 2) see osa, mis on kindlasti seletatav teise sõltumatu muutuja otsese mõjuga (ja mitte esimese muutuja mõjuga); 3) see osa, mida me ei oska nende kahe vahel ära jagada (nn „hall“ osa). 
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	Nii jagab kahefaktoriline ANOVA sõltuva muutuja dispersiooni kahe omavahel korreleeruva sõltuva muutuja (I ja II) poolt seletatavateks osadeks. Kui kaks sõltumatut muutujat korreleeruvad omavahel, tekib nö hall ala (joonisel küll ruuduline), mille kohta me ei tea, kuidas seda kahe sõltumatu muutuja vahel jagada. Mida tugevam in korrelatsioon I ja II vahel, seda suurem see hall ala on.  Lisaks hallile alale on siis veel need dispersiooni osad, mille saab kindlasti kirjutada muutujate I ja II arvele. 


Edaspidise jutu idee siis selline, et ANOVA’t võib teha mitut moodi vastavalt sellele, kuidas analüüs sellesse halli osasse suhtub. Aga enne asja juurde minekut aga vaatame korraks otsa sõltumatute muutujate vahelistele korrelatsioonidele, mida on küll korrektne korrelatsioonideks nimetada vaid siis, kui mõlemad on pidevad (üldisem mõiste on assotsiatsioon, aga see praegu selleks). 

Et siis sõltumatute muutujate omavahelised korrelatsioonid:

- kahe pideva muutuja korrelatsioonist on lihtne aru saada;

- pideva ja diskreetse muutuja väärtuste seosest samuti - kui näiteks emased on suuremad kui isased ja sugu ja kehasuurus on mõlemad sõltumatute muutujatena mudelis sees;

- kahe diskreetse muutuja puhul on analoogiaks mittetasakaaluline olukord, sel puhul on eri lahtrites (= faktorite kombinatsioonide korral) erinev arv vaatlusi, näiteks nii

	
	Mustad
	valged

	isased
	20 vaatlust
	2 vaatlust

	emased
	3 vaatlust
	24 vaatlust


ehk siis isased on tõenäolisemalt mustad kui valged ja emased vastupidi. Probleem jällegi selles, et kui nüüd leiame soo mõju miskile meie poolt uuritavale tunnusele (näiteks liblika nukukaalule), siis ei saa me kindlad olla, et see on just soo mõju ja mitte värvi mõju.

Illustreerida on asja ehk esialgu lihtsam sellises olukorras, kus need va sõltumatud muutujad on pidevad. Vaatame olukorda, kus kaks pidevat omavahel tugevasti korreleeruvat sõltumatut muutujat on pandud seletama kolmandat, olgu näiteks taime pikkuse sõltuvus sademete hulgast ja temperatuurist, olgu siis tegu miski kõrbe lõunaservaga, kus lõuna poole minnes läheb nii soojemaks kui ka niiskemaks.

Alltoodud väljamõeldud näide selgitab sõltumatute muutujate omavahelist korrelatsiooni ja seda, et omaette võttes korreleeruvad mõlemad taime pikkusega tugevasti ja statistiliselt oluliselt.
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Näide, taime pikkus (muutuja taim) on siin sõltuv:

Usutavasti tahame teada, kas taimede pikkust mõjutab niiskus, temperatuur või mõlemad. Statistiline analüüs ei saa põhimõtteliselt vastata küsimusele, kas miski seos on põhjuslik või mitte, see ei ole statistika rida. Küll aga saame, nagu eespool seletatud,  jagada mudeli poolt seletatud dispersiooni (SSmodel) kolmeks komponendiks: kummagi muutuja poolt seletatav dispersioon („kindel temperatuuri osa“ ja „kindel niiskuse osa“, siis need osad, mis peegeldavad kindlasti kummagi sõltumatu muutuja otsest (mitte vahendatud) mõju ja lisaks selline osa, mille kohta me ei tea, kuidas seda kahe sõltumatu muutuja vahel jagada („hall“ osa), SSerror siis muidugi peale selle. Vaata pirukajagamise joonis eespool! Mida tugevam on kahe sõltumatu muutuja vaheline korrelatsioon, seda suurem on see hall osa. Asjaomaste dispersioonikomponentide leidmiseks teeme siis mõistagi kahefaktorilise analüüsi, kus sõltuvaks muutujaks on taime pikkus ja sõltumatuteks temperatuur ja niiskus. 

 Kindlasti huvitab meid, et kas võime öelda, et kummalgi neist sõltumatutest muutujatest on otsest (mitte teise muutuja poolt vahendatud) mõju taime pikkusele, st sellist mõju, mis ei ole vahendatud ehk siis mida ei saa seletada sellega, et ta korreleerub teisega, kes siis tegelikult seletab. Ehk juba ühe muutujaga analüüsidest (regressiooni pildid ülal) teame, et temperatuur küll jah omaette uurides mõjutab taime pikkust, kuid me veel ei tea, kas kogu see mõju võib tuleneda temperatuuriga korreleeruvast niiskusest (on vahendatud niiskuse poolt) või on temperatuuril ka niiskusest sõltumatut mõju. Selleks siis see kahefaktoriline analüüs, mida saab siin kontekstis teha mitut moodi (type I ja type III jutuks tulevad). 
Kõigepealt tegemisele tulev esimest tüüpi (type I) analüüs (ehk type I SS - sums of squares - klassikalise ANOVA puhul) kirjutab siis kogu selle „halli“ osa esimesena mudelisse võetud muutuja arvele (niiskuse SS-ks siin analüüsis saab siis „kindel niiskuse osa“ + „hall osa“) ja teise muutuja mõju otsitakse siis sellest hajuvusest, mis esimese muutuja poolt seletamata jäi (temperatuuri SS-ks on siis ainult „kindel temperatuuri osa“).
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	Type I analüüsi puhul läheb mudelisse esimesena võetud muutuja arvele nii see osa dispersioonist, mis on „kindlasti päriselt tema oma“ kui ka hall ala, millest me ei tea. Ehk siis kõik, mis vähegi tema arvele kirjutada saab. Teisena analüüsi võetud muutuja puhul kirjutatakse tema arvele vaid see osa, mis on kindlasti tema oma. 


Ülal selgitatud näites saime nii, kui võtsime niiskuse esimeseks:

      DF    Type I SS       F      P

niiskus        1     2164       32.30    0.0023

temperatuur    1      142        2.13    0.2045

ehk siis tõlgendus: niiskus (kui esimene muutuja) mõjutab taime pikkust, kuid me ei tea, kas see mõju on otsene (“päriselt tema oma”) või tuleneb see sellest, et niiskus korreleerub temperatuuriga (ehk siis on vahendatud mõju) – me ei küsigi seda. Temperatuuri kohta ei saa me väita (sest p=0.2), et tal oleks otsest mõju, st mõju, mis ei tulene temperatuuri korrelatsioonist niiskusega; kui oleksime saanud mõju oluliseks, oleksime saanud seda väita.

Asjast täieliku pildi saamiseks tuleks seega type I analüüs läbi viia ka muutujate teistpidi järjekorraga. Temperatuuri esimeseks võttes saame tulemuseks:

Source         DF    Type I SS    F       p

temperatuur     1     1886       28.1     0.0032

niiskus         1      420        6.28    0.0541

ehk siis tõlgendus: temperatuur (kui esimene muutuja) mõjutab taime pikkust, kuid me ei tea, kas see mõju on otsene (“päriselt tema oma”) või tuleneb sellest, et temperatuur korreleerub niiskusega. Niiskuse  kohta ei saa me jällegi (napilt) väita, et tal oleks miskit mõju, mis ei tulene  temperatuuri korrelatsioonist niiskusega. Uuritud näites ei suutnud me siis kummagi muutuja kohta tõestada, et tal oleks otsest mõju. Vähemalt ühel neist peab see otsene mõju muidugi kindlasti olema, aga korrelatsioon sõltumatute muutujate vahel oli nii tugev, et me ei tea, kummal siis ja kui palju. 
I tüüpi analüüsi loogikast tuleneb, et siin on esimesena esitatud faktori SS’d tõenäoliselt ülehinnatud ja teise omad tõenäoliselt alahinnatud. Teisena esitatud faktori suhtes on test konservatiivne - ta testib vaid mõju, mis on „kindlasti päriselt“ tema otsene mõju, tegelikku mõju tõenäoliselt alahinnates. Sama idee siis sel puhul, kui ANOVA on rohkem kui kahefaktoriline – iga järgmise muutuja mõju otsitakse vaid sellest hajuvusest, mis eespoolsete poolt seletamata jäi. Ehk siis kolme faktoriga olukorras kirjutab type I analüüs esimesena mudelisse võetud sõltumatu muutuja arvele kõik, mis temaga vähegi seletada saab. Keskmise sõltumatu muutuja kohta uurib analüüs seda mõju, mis kindlasti ei seletu seeläbi, et see teine muutuja korreleerub esimesega; samas kui see mõju, millest me ei tea, kas seda seletab teine või kolmas muutuja, see läheb kõik teisena mudelisse võetu arvele. Ehk siis erinevate sõltumatute faktorite kohta käivatel testitulemustel on type I olukorras erinev sisuline tõlgendus, sõltuvalt siis sellest, mitmendana nad mudelisse võetud on.
Kuna type I analüüsi korral sõltub tulemus  muutujate järjekorrast mudelis, tuleb tulemusi raporteerides seda järjekorda lugejaile ka põhjendada. Kahefaktorilise analüüsi puhul pole siin hullu midagi, aga alates neljafaktorilisest on neid võimalikke järjekordi juba päris palju...

Aga saab ka teisiti. Kolmandat tüüpi analüüsi puhul (Type III SS, ANOVAs) on tulemused iga muutuja kohta on sellised, mis saadaks, kui see muutuja oleks esimest tüüpi  analüüsis viimasena. Seega esitatakse konservatiivsed hinnangud kõigi muutujate mõjude kohta. Teisisõnu, see mudeli poolt seletava dispersiooni „hall” osa, ehk siis see osa, millest me ei tea, kuidas seda kahe faktori vahel ära jagada, jäetakse siin üldse arvestusest välja.
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	Type III analüüs küsib kõigi sõltumatute muutujate kohta vaid seda, kas neil on mõju, mis on kindlasti päriselt nende oma, jättes selle halli ala üldse tähelepanuta.  


Type III puhul on kõik muutujad sümmeetrilises seisus, seega ei mõjuta nende järjekord mudelis midagi, sellele ei pea mõtlema ega seda ka lugejale seletama
Ülal seletatud näites saame III tüüpi analüüsi puhul järgmised tulemused.

                     DF     Type III SS    F      P  

      temperatuur     1     142.5          2.13    0.204

      niiskus         1     420.8          6.28    0.0541

Siit näeme, mis oht on III tüüpi analüüsis - kumbki muutuja ei tulnud oluliseks ja vaid III tüüpi SS kasutades oleks meil see asjaolu hoopis tähele panemata jäänud, et kahepeale kokku nad mõjutavad vägagi palju. Seda asja võib iseloomustada  nii, et omavahel tugevasti korreleeruvad sõltumatud muutujad “varjutavad” üksteise mõju III tüüpi analüüsi puhul!  Õpetlik lugu. 
Ehk siis asi uuesti: kui piirdume vaid III tüüpi analüüsiga (ehk saades konservatiivsed hinnangud kõigi mudelisse kaasatud faktorite kohta), nagu see sageli kombeks on, riskime sellega, et meil jääb avastamata omavahel korreleeruvate sõltumatute muutujate ühine ehk siis siin kontekstis pigem „mitmepeale” mõju (NB mitte „koosmõju“, koosmõju on teine asi!). Seega - korreleeruvate sõltumatute muutujatega analüüsi tehes on igal juhul soovitav teha mitmeid analüüse Type I SS-ga muutujate järjekorda mudelis varieerides ja ka muutujaid vahelduseks välja jättes, nii tekib endal arusaam, mis muutujal on kuipalju sõltumatut mõju ja palju on neil seda paaride peale kokku jne. Mitmefaktorilise ANOVA ja korreleeruvate sõltumatute muutujate korral ei piisa asjast aru saamiseks ühest mudelist, mudeleid tuleb teha mitmeid ja tulemusi võrrelda. Seega soovitus - tee ise enda jaoks kindlasti ka type I analüüse igapidi järjekorraga uurimaks seda, kas ülal seletatud oht on olemas või mitte. Kui seda ei ole ja type III analüüs peegeldab olukorda adekvaatselt, siis esita oma artiklis type III analüüs - seda sellepärast, et seal ei ole vaja midagi pikalt seletada ega põhjendada, tabel kirja ja valmis. Kui aga eelseletatud varjutamine esineb ja võib mõjutada sisulisi järeldusi, tuleb paraku pikalt-laialt seletada, mis värk on. Tunnen kaasa.

Pane muidugi veelkord tähele, et kui pidevad sõltumatud muutujad omavahel ei korreleeru (või diskreetsete muutujate korral on tegu tasakaalulise olukorraga), siis ei ole eri tüüpi analüüsidel mingit vahet (sest polegi seda halli ala, millesse erinevalt suhtuda saab). Muidugi ei ole eri tüüpi analüüsidel vahet ühefaktorilise ANOVA puhul (sest seal ei saa seda halli ala põhimõtteliselt olla). Tuleb tunnistada, et type II ja IV on ka olemas. Type II erineb type III-st vaid nüansside poolest (mis ei tule siinkohal arutusele), ülal seletatud põhimõtteline loogika kehtib mõlema jaoks. Type IV erineb Type III-st vaid selle poolest, et kuidas ta käitub olukordades, kus on tühje lahtreid (st mõne sõltumatute muutujate tasemete kombinatsiooni kohta pole ühtegi vaatlust). Endast lugu pidaval ökoloogil selliseid andmestikke aga muidugi pole .

Muidugi, kui võimalik, tuleb korrelatsioone sõltumatute muutujate vahel (ja vastavalt ka mittetasakaalulisi olukordi) targa katsekorraldusega vältida, alati pole see aga võimalik - nii jääb minu poolt kasvatatavatel liblikaröövikutel kehasuurus sooga korreleeruma, tee mis tahad. Seega ei saa ma lahti sellest, et võib olla raske eristada soo ja kehasuuruse mõjusid parasjagu uuritavale tunnusele. Samamoodi ei saa ma seda garanteerida, et mul eri soost röövikuid oleks näiteks eri toidu peal samapalju - sest rööviku sugu tean ma alles peale tema nukkumist.

Kui treatment mõjutab ka kovariaati… - eespoolse jutu üks oluline rakendus 
Juttu tuleb nüüd olukorrast, kus miskis katses treatment (ehk siis manipulatsioon, töötlus..., olgu see kategooriline muutuja) mõjutab peale uuritava (sõltuva) muutuja veel ka mingit muud muutujat (olgu see pidev kovariaat), mis siis omakorda võib sõltuvat muutujat mõjutada. Ehk siis niisugusel juhul on meil kaks võimalikku mõju rada treatmendist (sõltumatu muutuja) sõltuva muutujani: üks rada on otserada, teine rada läheb siis „kovariaadi kaudu“ (st nii, et treatment mõjutab kovariaadi väärtust ka kovariaat omakorda sõltuvat muutujat). 

Näide selline, et uurin röövikute rühmas kasvatamise (treatment, muutujal kaks väärtust: kasvavad purgis üksi või mitmekesi) mõju liblikate viljakusele (sõltuv muutuja, mitu mina muneti). Kaalun nukud ära ja kui nukust liblikad kooruvad, määran nende viljakuse. Tean eelnevalt, et rühmas kasvatamine mõjutab valmiku kaalu (kovariaat) ja tean sedagi, et kaal mõjutab viljakust.
	
[image: image6]


Seda ma tean, see mind enam ei huvita - mind huvitab, kas peale selle kaalu poolt vahendatud kaudse tee (ülemine rada joonisel) on olemas ka otsetee (st rühmas kasvatamise selline mõju, mis ei ole vahendatud nukukaalu kaudu). Seda testimaks kaasan kaalu kovariaadina sellisesse analüüsi, kus uurin rühmas kasvatamise (st kaks treatmenti: rühmas ja üksi kasvatatud) mõju viljakusele. 
Mängime nii, et analüüsis, kus treatment oli kaasatud ainsa sõltumatu muutujana, tuli treatmendi mõju oluliseks, mis polnud üllatuseks. Kui nüüd kaalu kaasamine teise sõltumatu muutujana kaotab ära treatmendi seni olulise mõju (type III analüüsis), on interpretatsioon järgmine: ei ole põhjust väita, et rühmas kasvamisel oleks liblika viljakusele mingit muud mõju kui see, mis tuleneb sellest, et rühmas kasvamine mõjutab liblika kaalu (kui kaalu mõju on arvesse võetud, pole mingit mõju alles jäänud!). Kui aga treatmendi mõju jääb alles ka peale kaalu kaasamist, olen (statistika mõttes, st mingi kindlusega) ära tõestanud, et rühmas kasvamine mõjutab viljakust veel mingil muul moel. Siin kontekstis oleks see viimane tulemus just sisuliselt huvitav, kuna just sellist efekti võib pidada potentsiaalselt adaptiivseks (nt niimoodi, et röövikuna rühmas kasvanud liblikas investeerib rohkem ainet rindmikusse ja vähem tagakehasse (kus siis munad), sest valmistub kõrge tihedusega kohast emigreeruma).

Siiski siiski - sellisel lähenemisel on üks „aga“ - nimelt ei tohiks selle kovariaadi (antud juhul siis kaalu) väärtused olla treatmenditi nii erinevad, et kattuvust polegi (ehk siis rühmas ja üksi kasvatatud putukate masside jaotused peaksid ikkagi märkimisväärses osas kattuma). Kui kattuvust pole, on meil tegemist väga tugeva korrelatsiooniga kahe sõltumatu muutuja (treatment ja kovariaat) vahel, mispuhul on raske nende mõjusid eristada (vt eelmist alapeatükki). 
Aga igal juhul pane tähele – siin (st olukorras, kus treatment mõjutab kovariaadi väärtust) muudab kovariaadi kaasamine või mittekaasamine sisulist küsimust, millele analüüs vastuse annab! St sellises olukorras on kovariaadil suurem funktsioon kui lihtsalt “pildi selgemaks tegemine”, nii nagu eespool jutuks oli. Sellises olukorras küsime küsimusi erinevate mõjuradade kohta. 
Mitmene regressioon

Selle aja peale peaks igati usutav ja ilmne olema, et ANOVA mudelisse võib sõltumatuteks muutujateks võtta ka mitu pidevat muutujat. Kui kõik sõltumatud muutujad on pidevad, on tegu mitmese regressiooniga (multiple regression), nii võime näiteks uurida taime pikkuse sõltuvust temperatuurist, valgustatusest ja mulla niiskusest. Siin ei ole miskit põhimõttelist vahet võrreldes mitmefaktorilise ANOVA-ga, ainult et mudel on ilusti kirja pandav võrrandina, ehk siis näiteks nii:

pikkus = 0,597*temp + 0,089*valgus + 0,196*niiskus - 0.12

ehk siis nagu tavaline regressiooni võrrand, ainult et sõltumatuid muutujaid on rohkem kui üks. Sellisele regressiooni võrrandile ei vasta aga muidugi enam joon, vaid kahe argumendi puhul on tegemist tasandiga, kolme ja rohkema argumendiga võrrandid ei ole enam niiviisi ette kujutatavad. 

	
[image: image7]
	Mitmene regressioon, mis uurib sõltuva muutuja (y) sõltuvust kahest sõltumatust (x1 ja x2), tulemuseks pole mitte regressioonsirge enam vaid tasand. Jäägid (residual) on iga andmepunkti kaugused tasandist, mõõdetuna y-telje sihis. 



Siin peab muidugi vaatama, et sõltumatuid muutujaid ei saaks vaatluste arvuga võrreldes liiga palju, praktiliseks reegliks on, et sõltumatuid muutujaid ei tohiks olla rohkem kui ruutjuur-N. Siin on ka muidugi sõltumatute muutujatute omavaheline sõltuvus suureks probleemiks (vt type I ja type III arutamine eespool): regressioonanalüüsi kontekstis nimetame seda olukorda multikollineaarsuseks.

Mittelineaarne regressioon

Siiani rääkisime lineaarsest regressioonist ja sirge sobitamisest. Ökoloogias ei pruugi seos mõistagi olla lineaarne.
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	Seos ei pruugi olla lineaarne vaid võib olla näiteks selline. Olukorda analüüsima asudes tuleb kõigepealt otsustada, millist tüüpi kõverat andmepilve sobitama hakata, kas näiteks hüperbooli või parabooli? 


Põhimõtteliselt on nii, et nagu saab lineaarses regressioonis sirget sobitada andmepilve vähimruutude meetodil, nii saab samamoodi sobitada mistahes muud funktsiooni. Saab ju küsida, et näiteks milliste funktsiooni

y = sin(ax + c(log(x))bx

parameetrite a, b ja c korral on kirjeldatava kummalise joone sobivus andmetega parim. Ehk samamoodi, nagu me otsime parimat kombinatsiooni lineaarfunktsiooni kahest parameetrist (tõus ja algordinaat), saame me otsida parimat kombinatsiooni mistahes funktsiooni parameetritest. See „samamoodi“ on sellise „agaga“, et lineaarse regressiooni korral on optimaalsed parameetrid vastavate valemite abil otse välja arvutatavad, keerulisemate funktsioonide korral ei pruugi nad seda olla - parima variandini jõudmiseks tuleb jõuda labase proovimise teel. Proovimisega tegeleb mõistagi arvuti ja seega pole see niiväga meie mure.

Meie mure on aga see, et millist funktsiooni me siis oma andmetesse sobitama hakkame. Asi on lihtne, kui meil on teoreetilisi (st meie andmetest sõltumatuid) põhjusi arvata, et nende kahe muutuja vahel on just sellist tüüpi funktsiooniga kirjeldatav seos. Selline teadmine on enamasti olemas füüsikas ja keemias, ehk sageli ka füsioloogias, kuid ökoloogias pole mainitud olukord tüüpiline. Oht on siin selles, et valides miski konkreetse funktsiooni võime ekslikult pidada tõestatuks ka neid funktsiooni omadusi, mis ei ole meie andmete poolt toetatud. Nii näiteks kui sobitame hüperbooli, siis võime hõlpsasti ekslikult järeldada, et ka meie poolt uuritavat sõltuvust kirjeldav funktsioon läheneb asümptootiliselt telgedele (hüperbool y=a/x teeb seda alati).

Häda pole suur, kui vajame funktsiooni vaid kirjeldamaks miskit sõltuvust miski praktilise ülesande lahendamise  tarbeks (nt ennustamaks parimat jõhvika korjamise aega) ehk kui me ei testi midagi. Kui me testime miski parameetri erinevust näiteks nullist, siis peame hoolikalt järele mõtlema, millist sõltuvuse omadust see parameeter kirjeldab ja kuidas valitud funktsioon võib tulemust mõjutada. Ehk siis kui ülalesitatud kummalises funktsioonis parameeter c erineb oluliselt nullist, mida bioloogiliselt relevantset me sellest siis järeldame? Asjalik järeldus on enamasti võimalik vaid siis, kui sobitatav funktsioon on tuletatud bioloogilistest eeldustest ja mitte valitud andmete peale vaadates. Igal juhul ei soovita keeruliste funktsioonide sobitamist, kuigi sellisteks puhkudeks on statistikaprogrammides muidugi ka vahendid olemas. Mida siis soovitan mittelineaarsetes olukordades, sellest kohe allpool.

Ökoloogiateaduses piisab üsnagi enamasti sellest, et testime, kas seos hälbib lineaarsusest (non-linear relationship)  või mitte ja kui jah, siis kas ta on nõgus või kumer - selliste lihtsate omaduste interpretatsioon on igati selge ja ühemõtteline. Sellele küsimusele vastamiseks pole vaja muud, kui tavalises regressioonis võtta lisaks sõltumatu muutuja väärtusele mudelisse ka tema ruut ehk siis sobitada andmetesse parabooli lõik. Ehk meil on siis mitmeses regressioonanalüüsis formaalselt kaks sõltumatut muutujat: muutuja ise ja tema ruut kui teine muutuja, see ruut tuleb siis eelnevalt välja arvutada ja eraldi muutujana defineerida. Ruutliikme olulisus (type I! - enne lineaarliige ja siis ruutliige) näitabki mittejuhuslikku hälbimist lineaarsusest. Positiivse kordaja puhul on seos nõgus, negatiivse korral kumer. 

Seose võrrandi saame sellisest analüüsist muidugi ka. Nii võib seos kummituse kehakaalu ja oodatava eluea vahel olla väljendatav sellise mittelineaarse seosega:

eluiga = 0,87*kaal2 + 2,7*kaal –6,7

ehk siis need kaalu ruudu ja kaalu kordajad ning vabaliige saadakse vastavast regressioonanalüüsist.
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	Nõgus ja kumer funktsioon. Vastavas parabooli võrrandis on ruutliikme kordaja a vastavalt kas positiivne või negatiivne. 


Samamoodi võib mudelisse võtta sõltumatu muutuja kõrgemaid astmeid, näiteks kuupliikme usaldusväärsus tähendaks seda, et seose kumerus/ nõgusus (teine tuletis) muutub x-i väärtusest sõltuvalt. Igal juhul on kõrgemat järku liikmete interpreteerimine keeruline ja ettevaatust eeldav.

II tüüpi regressioon
Seni räägitud nö tavaline lineaarne regressioon (vähimruudud jne.) on nn esimest tüüpi regressioon, mis on rangelt võttes disainitud silmas pidades ennustamise eesmärki – eesmärki ennustada x-telje muutuja väärtuste põhjal y-telje muutuja väärtusi. Sageli siiski huvitab meid kahe pideva muutuja vahelise seose kvantitatiivne kirjeldamine muus kui ennustamise kontekstis. Ökoloogilise näitena kasvõi peremehe viljakuse ja parasiidi viljakuse vaheline seos: kumma elu paraneb keskkonna kvaliteedi tõustes rohkem? Paneme mõlema eluka viljakused regressioonanalüüsi telgedele. Küsime, kas regressioonsirge tõus erineb ühest -  kui peremehe viljakus kasvab ühe ühiku võrra, kas parasiidi viljakus kasvab rohkem või vähem kui ühe ühiku võrra?

Tuletame aga eespoolt meelde, et (tavalise, ehk esimest tüüpi) regressioonsirge tõus sõltub vägagi sellest, et kumb muutuja on kummal teljel. Vägagi tõenäone on olukord, et kui peremehe viljakus on x-teljel, saame kirjeldatud näites sirge tõusuks b<1 – kuid pannes peremehe viljakuse x-teljele saame samuti b<1. Mida me siis järeldame – eri pidi tehtud regressioonidest saaksime nagu vastupidised järeldused?  Aga vat nii on, et ennustamise tarbeks tehtud I tüüpi regressioon ei ole hea lahendus kahe muutuja vahelise “tegeliku” seose kirjeldamiseks. Veidi ehk paneb imestama, aga need siis tõesti ei ole samad asjad. 
Kirjeldatud olukorras tuleb sõltuvuse matemaatiliseks kirjeldamiseks kasutada teistsugust metoodikat ehk II tüüpi regressiooni. II tüüpi regressioon on sümmeetriline – pole vahet, kumb muutuja on kummal teljel.
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	II tüüpi regressiooni tehes pole vahet, kumb muutuja on kummal teljel, saadud sirge on sama – selle põhjus on üldjoontes selles, et sirget sobitatakse andmepilve nii, et jääke (mille suurust siis ühel või teisel viisil püütakse minimeerida) mõõdetakse risti sirgega ja mitte risti ühe või teise teljega (nagu seda tehakse I tüüpi regressioonis). Selline lähenemine tagab selle, et tulemus on sama, ükskõik kummalt poolt vaadata. 


Sellise asja tegemiseks on mitmeid matemaatiliselt erinevaid meetodeid, ükski meetoditest pole päris probleemivaba ja konsensust pole, milline meetod on kõige parem. Üks variant on geometric mean regression, mille võrrandi leidmine ei käi keerulisemalt kui nii, et selle tõus on kahtepidi I tüüpi regressioonide tõusu geomeetriline keskmine (ruutjuur korrutisest). Mõistagi tuleb need kahtepidi tehtud regressioonide tõusud „keerata samapidi“, ehk siis mõlemad kujule näiteks „mune kilogrammi kohta“, ehk siis teistpidi tehtud regressiooni võrrandist kujul „x=...“ tuleb avaldada y. Kuna ka GM regressioon läbib kindlasti punkti, mille koordinaadid on mõlema muutuja keskmised, siis selle ühe punkti ja tõusu järgi saab ka algordinaadi arvutada ehk siis täieliku võrrandi kätte saada. Kui programm seda ei võimalda, siis ega käsitsi tehes ka üleliia tööd ei ole. Pane siis tähele, et sedaviisi arvutatud sirge jääb kahte erinevat pidi tehtud tavaliste regressioonsirgete vahele, ehk omab siis vahepealset tõusu.
Pane veel tähele, et see regressioonitüüpide vahetegemine ei mõjuta vastust küsimusele, kas muutujate vahel on statistiliselt oluline seos või mitte - see mõjutab vaid seose võrrandi tuletamist. Seega on põhjust tavalise I tüüpi regressiooni rajalt hälbida ja II tüübi pärast muretsema hakata vaid siis, kui tahame midagi sisukat järeldada regressioonsirge võrrandist (st rohkemat, kui seda, et tõus on nullist erinev). Tüüpilisel juhul lähebki II tüüpi regressiooni vaja juhul, kui tahame sirge tõusu võrrelda ühega - ehk siis vastata küsimusele, kas x suurenedes ühe ühiku võrra suureneb y rohkem või vähem kui ühe ühiku võrra.
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