Katseandmete analüüs

Loeng 10. Autokorrelatsioonid ajas ja ruumis
Kirjutas Toomas Tammaru, kaasautor Ants Kaasik, versioon 2025
Aegrida. Autokorrelatsioon ajas 

Aegridadega (time series) on tegemist siis, kui sama muutuja väärtusi on mõõdetud samast vaatlusalusest objektist pika aja vältel, ehk siis suurel hulgal diskreetsetel ajahetkedel. Tekib väärtuse muutumist ajas kirjeldav (üldjuhul) siksakiline joon.
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	Kuskil metsas loendati pesitsevate kassikakkude paare kord aastas paljude aastate jooksul. Tulemust kujutab sakiline joon, mida nimetatakse aegreaks. Aegrea puhul on rõhtteljel aeg, püstteljel uuritava muutuja väärtus. 


Aegrida iseloomustavad järgmised parameetrid:

- trend ehk kindlasuunaline muutus: selline on olemas, kui väärtused muutuvad ajas keskmiselt suuremaks ja väiksemaks;

- perioodilisus on olemas, kui tipud ja orud vahelduvad reeglipäraselt;
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	Aegrea puhul tähendab trend uuritava muutuja väärtuste kindlasuunalist muutust (suuremaks või väiksemaks, üles või alla), perioodilisus „tippude ja orgude“ reeglipärast kordumist. 


- autokorrelatsioon (miski ajavahemiku (=ajasammu) k tagant) on korrelatsioon sellises andmestikus, kus ühel teljel on muutuja väärtus hetkel t ja teisel teljel on muutuja väärtus hetkel t+k, st iga  aegrea väärtus koos oma paarilisega k ajaühiku tagant annab andmepilve ühe punkti, kuula loengut ja vaata pilti kohe ellpool! Ehk siis teeme sellise korrelatsiooni, milles iga aegrea punkti väärtus on kaks korda esindatud – üks kord x-teljel nii, et y-teljel vastab sellele väärtus k ajaühiku võrra hiljem; teise korra nii, et väärtus on y-teljel ja x-teljel vastab sellele väärtus k ajaühiku võrra varem. 
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	Aegreast (vasakpoolne ülemine teljestik) autokorrelatsiooni saamine. Vaatleme kõiki üksteisele järgnevate vaatluste paare ja kanname iga sellise paari punktina teljestikku, kus telgedel on muutuja väärtus  ajahetkel t (Nt) ja muutuja väärtus ajahetkel t+1 (Nt+1), nii saame aegrea esimesest paarist teljestikku punkti koordinaatidega (3, 4). Kui saame sinna alumisse teljestikku piisavalt punkte, võime uurida, kas sinna tekkiv korrelatsioon on positiivne või negatiivne. Siin uurisime korrelatsiooni üksteisele vahetult järgnevate vaatluste vahel (ajasamm k=1), aga me võime uurida korrelatsiooni ka üksteisest kaugemal olevate väärtuste vahel ehk moodustada selliseid paare punktidest, mis on üksteisest 2, 3 jne ajaühiku kaugusel (k=2, 3 ….). 
 


 Autokorrelatsioon näitab, kui sarnased on omavahel üksteisele aegreas järgnevad väärtused. Teisisõnu, kas mõõdetud väärtusele - olgu ta keskmisest suurem - järgneb suurema tõenäosusega keskmisest suurem või väiksem väärtus k ajaühiku pärast. Kui esimest, on tegu positiivse autokorrelatsiooniga ja asjaomane aegrida püsib pikalt ühel pool pikaajalist keskmist (ehk siis on suure inertsiga). Negatiivse autokorrelatsiooni puhul käivad väärtused juhuslikust sagedamini üles-alla ümber keskmise. Pane tähele, et valimit ei iseloomusta mitte üks autokorrelatsiooni väärtus, vaid neid saab arvutada niimitu erinevat, kui mitu erinevat mõistlikku k väärtust on – iga ajasammu jaoks oma; kui k=1, uurime nende väärtuste omavahelist seotust, mida eraldab üks ajaühik, nt aasta siis. Pane siis igaks juhuks tähele, et autokorrelatsioon ja trend ei ole üldse samad asjad, perioodilisus ja autokorrelatsioon on seevastu lähedalt seotud.
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	Ülemisel pildil on positiivne autokorrelatsioon, üksteisele ajas lähedal olevad väärtused on sarnased ehk siis aegrida (vasakul) püsib kaua ühel pool keskmist (vahepeal pikalt väikesed väärtused ja siis jälle pikalt suured väärtused jne) ehk siis on suure inertsiga (= väärtused muutuvad aeglaselt). Negatiivse autokorrelatsiooni puhul (alumine pilt) käivad väärtused vastupidi kiiresti üles-alla.


Autokorrelatsiooni sõltuvalt ajasammust illustreerib korrelogramm (vaata pilti all ja kuula loengut: rõhtteljel on k, st ajasamm; püstteljel on autokorrelatsiooni väärtus pluss ühest miinus üheni), korrelogrammilt näeme seega, kuidas autokorrelatsiooni väärtus sõltub vaatlusi eraldavast ajaühikust k. Normaalne on, et k kasvades läheneb autokorrelatsioon nullile – üksteisest ajas väga kaugel olevad väärtused ei ole omavahel enam kuidagi seotud. Ka perioodilisus paistab korrelogrammilt välja: negatiivsed ja positiivsed autokorrelatsioonid vahelduvad sel puhul. 
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	Ülal aegrida, all sellele vastav korrelogramm. Pane hoolega tähele, mis on korrelogrammi telgedel. Rõhtteljel on siis ajasamm k, st see, milline ajavahemik eraldab neid vaatlusi, mida on omavahel korreleeritud. Veendu, et saad aru, millest näeme, et toodud aegrida on positiivse autokorrelatsiooniga ja kuidas me seda korrelogrammilt näeme. 


Aegridade analüüsi kahjuks tavalisim kasutusala on ennustamine - st püütakse kindlaks teha aegreas esinev seaduspärasus (kuidas järgmine vaatlus sõltub eelmistest: seda autokorrelatsioonid näitavadki ju) ja selle põhjal ennustada järgmist väärtust. Ilmne kasutus on majanduses, kus on ju kole oluline aktsiate hindu homse päeva kohta ette teada. Paraku paraku, ökoloogias meid see ennustamine enamasti niiväga ei huvita, meid huvitab pigem kahe aegrea seose leidmine, näiteks kuidas on saaklooma arvukuse dünaamika kiskja omaga seotud, näiteks tahame teada, kas ja kuidas mõjutab rebaste arvukus jäneste arvukust, olgu siis mõlema liigi populatsiooni arvukust uuritud samas kohas 100 aasta jooksul. Kuna teooria on ennustuskeskne, pole selliste meetodite õpetuse leidmine niisama lihtne, aga allpool ikkagi sellest nüüd.

Kõigepealt väga oluline asi igale ökoloogile teada - kui meie vaatlused on autokorreleerunud aegrea osad, siis ei tohi neid käsitleda sõltumatute vaatlustena, näiteks siis regressioonanalüüsi tarbeks (eriti muidugi siis, kui testime midagi, st p-väärtusi leiame). Mida tugevam on autokorrelatsioon, seda suurem probleem. Nii tehes võime kergesti leida korrelatsiooni kärbeste arvukuse ja miski börsiindeksi vahel (Kuula seletust loengus): kui kaks aegrida on mõlemad tugeva positiivse autokorrelatsiooniga (tugeva inertsiga), siis võib aegridade sobivalt valitud juppe võrreldes leida igasuguseid imelisi seoseid. Formaalsemalt väljendudes on siis probleem vabadusastmete ülehindamises (st sama häda, millest korduvmõõtmistega ANOVA puhul rääkisime): autokorrelatsiooni korral ei ole meil niimitut sõltumatut vaatlust nagu on andmepunkte, andmepunktid on omavahel autokorrelatsiooni tõttu üksteisest sõltuvad, ehk siis on tegu pseudoreplitseeritusega, mis teatavasti on paha asi. Probleem on siin veel selline, et ei ole väga ilmne, kui pseudoreplitseeritud andmed siis ikkagi on: autokorrelatsiooniga aegrea iga järgmine andmepunkt ei ole eelmistest sõltumatu, aga lisab siiski mingit sõltumatut infot uuritava seose kohta.  

Üks viis probleemi lahendada on miski andmete teisendusega vähendada autokorrelatsiooni sõltuvas muutujas. Lihtne võte on analüüsida mitte sõltuva muutuja toorväärtusi, vaid selle väärtuse muutusid (st teeme uue aegrea, mille ajas muutuv muutuja on „vana“ aegrea üksteisele järgnevate väärtuste erinevus). Näiteks on populatsiooni arvukus kindlasti tugevalt positiivselt autokorreleerunud muutuja – populatsiooni arvukus ei saa väga kiiresti muutuda (vähemalt mitte ülespoole). Populatsiooni arvukuse muut (muutus ajaühikus) on kindlasti nõrgema autokorrelatsiooniga muutuja, sest populatsiooni kasv võib küll olla ühel aastal negatiivne ja teisel positiivne. Bakteripopulatsioonis võib arvukuse muutude autokorrelatsioon ajas olla ehk päris null, pikaealise imetaja puhul siiski vaevalt: populatsiooni kasvu mõjutab populatsiooni vanuseline struktuur käesoleval hetkel (st palju on noor- ja vanaloomi), mis paratamatult sõltub vanuselisest struktuurist eelmisel ajavahemikul. Üliusutavasti on aga ajalise autokorrelatsiooni probleem oluliselt väiksem olukorras, kui uurime saaklooma arvukuse muutude sõltuvust kiskja arvukusest võrreldes siis sellega, kui uuriksime saaklooma populatsiooni arvukuse „toorväärtuste“ sõltuvust kiskja arvukusest. 

Teine viis probleemile läheneda on konstrueerida selline statistiline mudel, milles on autokorrelatsiooni mahasalgamatult arvestatud. Ehk siis on sõltuva muutuja (nt jäneste arvukuse) väärtusi miskil ajahetkel seletatud nii naaberväärtustega aegreas (selline sõltuvus tuleneb autokorrelatsioonist) kui ka sõltumatu muutuja vastavate väärtustega. Mudelit analüüsides küsitakse, kas naaberväärtustel on mõju (mis siis tõendab autokorrelatsiooni olemasolu) ja kas lisaks sellele on mõju ka sõltumatu muutuja väärtustel (nt rebaste arvukusel). Autokorrelatsiooni puudumine sellise mudeli jääkidest on tõendiks selle kohta, et autokorrelatsioon on mudelis õigesti arvesse võetud ja sellisele mudelile põhinevaid teste (ehk siis teste selle kohta, kas rebaste arvukus mõjutab jäneste arvukust) saab võtta tõsiselt. Vaata selle kohta näidet teksti lõpus!

Paha lugu aegridade analüüsi kasutamisega ökoloogias on veel see, et selliste analüüside rakendamiseks peaks meil kasutada olema vähemalt umbes viiskümmend vaatlust, vähemast pole abi: lühema rea põhjal saavad autokorrelatsioonide väärtused leitud liiga suure veaga. Ökoloogil on nii pikki aegridu harva – enamasti on seda siis, kui kasutada saab miskite (riiklike) seireprojektide andmeid, ise hästi ei jõua midagi viiskümmend aastat järjest uurida.
Autokorrelatsioon ruumis. Spatial regression
Samamoodi nagu võivad üksikud vaatlused omavahel ajas autokorreleerunud olla, võivad nad seda olla ka ruumis (spatial autocorrelation, SAC). Ehk siis positiivne autokorrelatsioon ruumis – ökoloogi seisukohalt eelkõige maastikul – tähendab seda, et üksteisele lähemal asuvad punktid on sarnasemad oma (uuritava muutuja) väärtuste poolest kui üksteisest kaugemal olevad punktid. Võib siis jälle öelda nii, et muutuja väärtused on inertsiga – ei saa väga kiiresti ruumis muutuda. 
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	Näide muutuja ruumilisest autokorrelatsioonist. Ruudukujulises metsatükis on mõõdetud 25 kuuse kõrgused (tähistatud numbriga punkti juures). Näeme, et üksteisele lähemal asuvad puud on sarnasema kõrgusega kui puud siin metsatukas keskmiselt – tegemist on positiivse autokorrelatsiooniga muutujas „kuuse kõrgus“. Ehk siis on piirkondi, kus kuused on keskmisest kõrgemad, ja piirkondi, kus madalamad. Negatiivne ruumiline autokorrelatsioon on ökoloogias kindlasti haruldasem nähtus, kuid siiski võimalik kasvõi sessamas puu kõrguses: suurtele tammedele väga lähedal kasvavad tõenäoliselt väikesed tammed: suurtele ei jätkuks ruumi/valgust. 


Kuigi olukord on nüüd kahemõõtmeline (võrreldes ühemõõtmelise ajateljega; muidugi võib ka kolmemõõtmeline ruum huvitada…), saab autokorrelatsiooni ruumis kvantitatiivselt väljendada põhimõtteliselt samaviisi nagu autokorrelatsiooni ajas, st tavalise korrelatsiooniga selliste punktide väärtuste vahel, mida eraldab kaugusesamm k. Selline korrelatsioon võib siis saada väärtusi vahemikus miinus ühest pluss üheni; kui miskit ruumimustrit ei ole (väärtused on ruumis juhuslikult jaotunud), on autokorrelatsioon null.


Probleem tekib siiski sellest, et kui aegrea puhul on meil igati võimalikud olukorrad, kus kõiki naabervaatlusi lahutab fikseeritud ajasamm k (nt aasta), siis maastikul see enamasti nii ei ole (kaugused nt kuuskede vahel on pideval skaalal ega ole tavaliselt ka mitte katse tegija määrata). Iga täpse k väärtuse jaoks võib seega olla vaid üks paar vaatlusi ja me ei saa arvutada autokorrelatsiooni mingi konkreetse ruumisammu k tarbeks, nagu me saime teha korrelogrammi ajasammu k tarbeks (vt ülal). Seetõttu kasutatakse ruumilise autokorrelatsiooni kirjeldamiseks veidi teistsugust lähenemist, nimelt


arvutatakse statistik nimega Morani I. Sellise lähenemise puhul on küll endiselt olemas ruumisamm k, aga Morani I puhul on see k läviväärtus: lähemal kui k olevad naaberväärtused loetakse „lähedal“ asuvateks, kaugemal kui k olevad väärtused „kaugel“ asuvateks. Edasi võrreldakse siis iga punkti jaoks temale lähedal olevate väärtuste sarnasust kõigi punktide sarnasusega ja selliste andmete põhjal see Morani I arvutataksegi: mida sarnasemad on lähedal asuvad punktid võrreldes kaugel asuvatega, seda suurem on I väärtus. Skaala jääb ikka selliseks, et maksimaalse ruumilise autokorrelatsiooni puhul on I väärtus 1 ja autokorrelatsiooni puudumisel null. Kuidas autokorrelatsiooni väärtused sõltuvad ruumisammust k, seda näitab siis jällegi vastav korrelogramm. Korrelogrammilt näeme kahte asja: 1) kui tugev on autokorrelatsioon (mis on I suurim väärtus väikeste kauguste puhul); 2) millises ruumiskaalas autokorrelatsioon ilmneb (kui ruttu läheneb I nullile kauguse kasvades, ehk siis kui suured on suurte ja väikeste väärtuste saarekesed), vt pilti: 
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Nii, see siiani oli jutt sellest, kuidas ruumilist autokorrelatsiooni kirjeldada; edasi sellest, kuidas selliseid andmeid analüüsida, milles see SAC on, 


ehk siis tüüpiliselt on olukord selline, et sõltuv muutuja on mõõdetud paljudest kohtadest maastikult ja sõltumatu(d) muutuja(d) on seda samamoodi; näiteks võime tahta uurida, kuidas rööviku kasvukiirus (röövikud kasvavad nüüd elavatel taimedel niidu peal ja neilt ei lahku, mitte enam ei ela purgis, nagu varasemates näidetes) sõltub toidutaime kvaliteedist ja (ööpäeva keskmisest) temperatuurist. Olukord selline, et ruumiline autokorrelatsioon on usutavasti olemas kõigis kolmes muutujas, nii sõltuvas (kasvukiirus) kui ka mõlemas sõltumatus (temperatuur ja taime kvaliteet; temperatuuri SAC tuleneb tõenäolisimalt reljeefist ja taime kvaliteedi SAC mulla niiskusest või lämmastikusisaldusest). 

Olukord siis analoogne ülalseletatud olukorraga, kus rääkisime autokorrelatsioonist ajas ja sellest, et autokorrelatsiooni tõttu hindame vabadusastmeid üle ja autokorreleerunud andmeid ei tohi „tavalisel moel“ analüüsida. Põhimõtteliselt sama probleem on siis ka ruumilise autokorrelatsiooni puhul: ruumilise autokorrelatsiooni korral võib olla tegemist pseudoreplitseeritusega, muutujate väärtused muutuvad ruumis inertsiga ja pelgalt selle inertsi tõttu võime leida mõttetud korrelatsioone. 

Võrreldes pseudoreplitseerituse probleemiga aegreas, on ruumilise autokorrelatsiooni tekitatavad probleemid (ökoloogia standardolukordades enamasti vist) mitte nii tõsised. Erinevus selles, et ruumiliste andmete korral on enamasti nii, et sõltuva muutuja väärtused pole põhjuslikus seoses naaberväärtustega (võivad siiski ka olla: nt kui uurime liikuvate loomade populatsioonitihedusi, vt allpool), autokorrelatsioon sõltuvas muutujas tekib seetõttu vaid autokorreleerunud sõltuvate muutujate vahendusel. Konkreetse näitena, kui on tegemist aegreaga, siis ülal juba mainitud populatsiooni arvukus sõltuva muutujana on autokorreleerunud tugeva „sisemise inertsi“ tõttu ehk siis populatsiooni arvukus vaadeldaval ajahetkel sõltub põhjuslikult muutuja väärtusest mingi aeg tagasi. Kui aga uurime näitena toodud rööviku kasvukiirust, siis selle muutuja väärtus ei sõltu küll kuidagi moodi miski teise rööviku kasvamise kiirusest sada meetrit eemal, iga rööviku kasvukiirus saab ikka määratud koha peal vastavalt seda muutujat põhjuslikult mõjutavatele keskkonnafaktoritele. Kui nii, siis iga üksiku rööviku kasvukiirus annab potentsiaalselt analüüsi tarbeks ikkagi ühe sõltumatu andmepunkti ja pseudoreplitseerituse probleemi õigesti tehtud analüüsi (järgmine lõik) korral ei ole. 


Kui SAC sõltuvas muutujas on olemas vaid sõltuvates muutujates oleva SAC tõttu, on see võimalik eemaldada kaasates mudelisse just need sõltumatud muutujad, mis seda SAC tekitavad. Eemaldamise edukust näeme seeläbi, et mudeli jääkides enam SAC ei ole (nagu ka aegrea puhul, vt näide 1; jällegi, siin nagu varemgi on eelduste täidetuse kontrollimisel kõige mõistlikum asja silmaga vaadata, mitte miskeid teste rakendada). Kui selline olukord õnnestub saavutada, tohib andmeid analüüsida tavalise mitmese regressiooni meetodiga (iga röövik üks andmepunkt) ja andmete „ruumilisus“ enam endast probleemi ei kujuta.


Kui mudeli jääkidesse jääb SAC alles, võib see tuleneda sellest, et me ei ole kaasanud mudelisse kõiki asjakohaseid ruumiliselt autokorreleerunud sõltumatuid muutujaid. Seda kas sellepärast, et me ei taibanud nende vajalikkust siin kontekstis (vihmausside tihedus) või ei suuda me neid mõõta (endofüütsete seente kooslus taimelehes). Siin võib aidata uute sõltumatute muutujate lisamine ning ka analüüsi läbiviimine teisel skaalal väljendatud muutujatega (nt ruutmeetrid vs hektarid). Teisalt võib muidugi siiski ka ruumilise varieeruvuse olukorras olla tegemist muutuja „sisemise inertsiga“, mis ei ole eemaldatav mingite muutujate lisamisega mudelisse. Nii näiteks on liblikate arvukus metsalagendikul mõjutatud liblikate arvukusest naaberlagendikul lihtsalt seetõttu, et liblikad liiguvad lagendike vahel ja miskit liiki liblikaid võib leida (= muutuja „populatsiooni tihedus“ ei ole null) ka sellistes elupaikades, kus nad püsipopulatsioone kindlasti moodustada ei saa – lihtsalt seetõttu, et sobilik elupaik on piisavalt lähedal. 


Kui ülalmainitud viisil SAC eemaldamine jääkidest ei õnnestu, tuleb kasutada spetsiaalseid ruumiandmete analüüsimiseks mõeldud meetodeid (spatial regressioon). Üks viis sellist analüüsi läbi viia tugineb põhimõttele, et SAC eemaldatakse arvutuslikult nii sõltuvast muutujast läbi muutujate asjakohase teisendamise (võrdle muutude arvutamisega aegrea puhul, mis on ka teisendus, mis eemaldab autokorrelatsiooni). Teiseks saab, nagu aegreagi puhul, konstrueerida sellise statistilise mudeli, milles on autokorrelatsiooni mahasalgamatult arvestatud. Ehk siis sõltuva muutuja väärtusi miskis kohas seletatud nii naaberväärtustega ruumis (selline sõltuvus tuleneb autokorrelatsioonist) kui ka sõltumatute muutujate väärtustega. Eduka mudeli  kriteeriumiks on jällegi SAC puudumine jääkidest, vaata näide 2 allpool. Kui see saavutatud, tohib teisendatud muutujaid kasutada nagu tavalises mitmeses regressioonis. Sellistel analüüsidel on mitmeid teisendeid, mis tuginevad veidi erinevatele eeldustele ja lähenemistele. Nii võib näiteks ruumilist autokorrelatsiooni arvesse võta kas ainult sõltuvas muutujas või ka sõltumatutes, autokorrelatsioone võib hinnata analüüsitava andmestiku põhjal või siis kasutada selleks mujalt saadud infot, varieerida võib oletusi selle kohta, millise funktsiooni kohaselt SAC kauguse kasvades väheneb. Selleks kõigeks on võimalusi üldistes statistikaprogrammipakettides (nt R, SAS), aga ka spetsiaalseid programme (nt SAM: http://www.ecoevol.ufg.br/sam/). Kes nt maastikult mõõdetud muutujate vahel seoseid otsib, sellele on enda selle valdkonnaga kurssi viimine oluline muidugi.
*****************************************

Näide 1: aegridade analüüs. Uurime, kas jäneste arvukus sõltub rebaste arvukusest, mõlema looma arvukust on mõõdetud samas kohas 100 aasta jooksul. 
[image: image8.emf]
Siin (ülal) on vaatluste ühine jaotus aega arvestamata. Korrelatsioon on -0.27 ja korrelatsioonikordaja on statistiliselt oluline (p=0.006). Kuna aga mõlema muutuja väärtused on pärit aegreast, siis tavalise (igat punkti omaette vaatluseks pidava) analüüsi tulemust ei saa usaldada. 
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Siin (ülal) on nüüd mõlema tunnuse aegrida. Tundub, et rebaste arvukuses autokorrelatsiooni pole aga jäneste omas on. Seda on mõistlik kontrollida. 

[image: image10.emf]
Siin (ülal) kujutatud korrelogramm kinnitab kahtlust (sinisega on usalduspiirid, mille sisse peaks autokorrelatsiooni hinnang (tulba tipp) jääma, kui autokorrelatsioon vastava ajasammuga (= nihe) ei ole statistiliselt oluline). Jäneste autokorrelatsioon ajasammuga (= nihkega) 1 aasta on statistiliselt oluline. Seega ei ole tõesti tavalise korrelatsioonanalüüsi  kasutamine õigustatud. Põhimõtteliselt on siiski võimalik, et lineaarse mudeli rakendamise korral jääkidest autokorrelatsioon kaob (ehk siis teeme regressiooni, kus seletame jäneste arvukust rebaste arvukusega, arvutame jäägid ja uurime autokorrelatsiooni jääkide aegreas). Kui jääkidest kaob, on kõik OK. Proovime.

Analüüsi väljund:
            
Tõus 
SE 


t 
 
p
Rebased

-0.3645   0.1289  

-2.828  
0.00567 **

Lineaarse mudeli põhjal on negatiivne sõltuvus olemas, ent kas eeldused on täidetud?

[image: image11.emf]
Näeme (ülal), et jääkide aegreast ei ole autokorrelatsioon kadunud.
Peame kasutama keerulisemat mudelit, sellist, kus autokorrelatsioonidega on mahasalgamatult arvestatud. Järgnevalt on kasutatud tavalist (AR1) autokorrelatsioonistruktuuri (kahe järjestikkuse jäägi korrelatsioon on mingi nullist erinev konstant). Mudeli väljund on
Analüüsi väljund:
            
Tõus 
SE 


t 
 
p
Rebased

-0.2602   0.1038  

-2.506  
0.0139
[image: image12.emf]
Joonis (korrelogramm, ülal) näitab, et jääkidest on autokorrelatsioon kadunud. Seega võime antud mudeli väljundit (sh p-väärtusi) usaldada. Rebaste arvukus mõjutab küll jäneste arvukust. 

***************************************************************

Näide 2 ruumilise regressiooni rakendamisest väljamõeldud andmestikul (jällegi, rööviku kasvukiirus niidul kasvavatel taimedel sõltub temperatuurist ja taime kvaliteedist).
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	Kõiki muutujaid on mõõdetud maastikul 12x12 ruudu suurusel väljal, ruudu serv nt 100 m. See pilt siin siis sõltuva muutuja (rööviku kasvukiirus) kohta, mida kiiremini kasvab seda punasem, mida aeglasemalt, seda sinisem. Sinised ja punased väärtused on puntidena, andmetes on ilmne SAC. 
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	Sõltumatu muutuja temperatuur: kas siin on autokorrelatsioon olemas. 
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	Sõltumatu muutuja taime kvaliteet: siin on ilmne tugev autokorrelatsioon olemas.
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	Viidi läbi tavaline regressioonanalüüs, kus rööviku kasvukiirust seletati temperatuuri ja taime kvaliteediga. Tulemuseks saadi: 
[image: image17.emf]
kuid pilt näitab, et jääkides on autokorrelatsioon! 
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	Sama näeme ka jääkide korrelogrammilt. Tumedad mummud näitavad statistiliselt olulisi seoseid. 
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	Siin on nüüd sama analüüs ruumiregressiooni meetodiga:

[image: image20.emf]
ja jääkide pilt näitab, et autokorrelatsioonist on enam-vähem lahti saadud. 
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	…. mida kinnitab ka vastav korrelogramm.

Seega temperatuuri ja toidutaine kvaliteedi mõju rööviku kasvukiirusele leidis kinnitust; seekord oleks järeldus olnud üsna sama ka tavalise regressiooni puhul, kuid alati see muidugi nii ei ole. 


Andmeanalüüsi mõttes lihtsam, kuid kindlasti suurema füüsilise töö mahuga viis on muidugi valida oma katselapid üksteisest nii kaugel, et nendevaheline autokorrelatsioon muutub tühiselt väikeseks, siis pole seda vaja ka arvestada ….

*********************** jutu lõpp *******************************************
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