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Koosmõjud kolmefaktorilises ANOVAs

Oli juttu, et rohkem kui kahefaktoriline ANOVA on muidugi ka väga võimalik ja seal läheb just koosmõjudega (interaktsioonidega) keeruliseks. Kolme faktori koosmõju kolmefaktorilises ANOVAs tähendab, et kahe faktori koosmõju iseloom sõltub kolmanda faktori tasemest.  Ehk siis kui kahe faktori koosmõju uurida kolmanda faktori tasemetel eraldi, siis leiame, et see koosmõju pole neil puhkudel samasugune. Vaata tahvlile!


Kolme faktori interaktsiooni olemust võib sünonüümselt väljendada ka nii, et kolmanda faktori mõju ei sõltu mitte ainult esimese ja teise faktori tasemetest, vaid ka esimese ja teise faktori tasemete kombinatsioonidest; st vähemalt ühe esimese ja teise faktori tasemete kombinatsiooni puhul on kolmandal faktoril selline mõju, mis ei seletu kolmanda faktori üldiste mõjudega esimese ja teise faktori eri tasemetel. Sellest saad aru, kui mõtled hoolega läbi loengus ja paberil esitatud näite. 

Jällegi, pole oluline mis järjekorras neid faktoreid siin nimetada, koosmõju on endiselt sümmeetriline asi. Võib öelda nii, et esimese ja teise faktori koosmõju iseloom sõltub kolmanda faktori tasemest või ka nii, et teise ja kolmanda faktori koosmõju iseloom sõltub esimese faktori tasemest. Mispidi me seda ütleme (nt artiklisse kirjutame), sõltub sellest, et mispidi ütlemine on sisuliselt kõige huvitavam. 

Näitena uurime jälle putuka nukukaalu sõltuvust putuka värvusest  ja soost. Värvi ja soo vahel oli kahe faktori koosmõju juhul, kui soo mõju oli eri värvi putukatel erinev, näiteks kasvasid valged emased valgetest isastest suuremaks, kuid mustadel olid just isased suuremad. Nii, kolme faktori interaktsiooniga oleks nüüd tegemist näiteks juhul, kui see olukord oleks eri temperatuuridel (mis oleks siis see kolmas faktor) erinev, st soojemas kliimas oleksid valgetel isased suuremad kui emased ja mustadel vastupidi. Sel puhul siis räägime värv*sugu*temperatuur interaktsioonist. Selline “suuna muutus” pole muidugi jällegi vajalik interaktsiooni olemasoluks, piisab, kui asja esitavad jooned (st nagu kahe faktori koosmõju puhul rääkisime) pole paralleelsed, vt tahvlile.

Nii, peale kolme faktori koosmõju on muidugi ka kolmefaktorilises ANOVAs olemas kahe faktori koosmõjud (kolm erinevat tükki). Loengus saab toodud näide (ja paberil ka jagatud) olukordade kohta, kus on olemas üks, kaks ja kolm kahe faktori koosmõju ning ka olukorrast, kus on olemas kolme faktori koosmõju. Uuri seda paberit hoolega! Eelmise lõigu näitega mängides: lisaks värv*sugu koosmõjule on olemas sugu*temperatuur koosmõju juhul, kui temperatuur mõjutab eri sugusid erinevalt, kuid see erinevus on mõlema värvi puhul sama (kui poleks, oleks tegemist juba kolme faktori koosmõjuga). Analoogselt, temperatuur*värv koosmõju on olemas, kui temperatuur mõjutab värve erinevalt. Korraga võivad olemas olla ka kõik kolm kahe faktori koosmõju, ning kolme faktori koosmõju puudub sel juhul siis, kui saab öelda kõike kolme järgnevat: 1) sugu mõjutab eri värve küll erinevalt, aga see erinevus ei sõltu temperatuurist; ehk 2) temperatuur mõjutab eri värve küll erinevalt, aga see erinevus ei sõltu soost; ehk 3) temperatuur mõjutab eri sugusid küll erinevalt, aga see erinevus ei sõltu värvist. Kui nii öelda ei saa, on tegu juba kolme faktori koosmõjuga: temperatuuri mõju pole siis seletatav sooti ja värviti erinevate mõjudega vaid sõltub soo ja värvi kombinatsioonist. Ei tasu vist loota sellest asjast ilma joonise abita aru saada, hangi siis see loengus jagatud joonis kui pole ja mõtle hoolega läbi!  


Igal juhul on oluline ka ilma jooniseta tähele panna, et iga selline koosmõju annab asjade seisu kohta erinevat sõltumatut informatsiooni ja ükski koosmõju pole teistest tuletatav. St kõik kolm kahe faktori koosmõju ja see üks kolme faktori koosmõju võivad üksteisest sõltumatult kas olla või mitte olla olemas. Nii näiteks sellest, et faktorite A ja B vahel on koosmõju ning koosmõju on ka faktorite B ja C vahel ei järeldu sugugi, et koosmõju on ka C ja A vahel. Samuti ei järeldu kõigi kolme võimaliku kahe faktori koosmõju olemasolust kuidagi see, et on olemas ka kolme faktori koosmõju - võib olla ja võib ka mitte olla. Need on niisiis erinevad asjad.


Mitmefaktorilise ANOVA puhul tekib jällegi (nii nagu ANCOVA puhul oli küsimus kovariaatide kaasamisest lõplikku mudelisse) küsimus sellest, milliseid interaktsioone lõplikku mudelisse (st siis see, mille põhjal oma lõplikud järeldused teeme ja mille artiklis esitame) võtta ja mida milliseid mitte. Üks võimalus on jällegi alustada mudelist, mis sisaldab kõiki interaktsioone ja liikuda edasi backward elimination’i teed nii nagu sellest kovariatsioonanalüüsi puhul rääkisime. Ehk siis hakatuseks tuleks teha ANOVA mudel kõikvõimalike interaktsioonidega ja siis hakata neid sealt ühekaupa välja viskama alates kõige vähem olulisest (siis samamoodi, nagu kovariaatidega tegime) – mudeli lihtsustamine, model simplification. Siiski, siinpuhul tuleks järgida nn hierarhilisuse põhimõtet: kõigepealt tegeleme kõrgemate interaktsioonidega (ehk siis sellised, mis kaasavad rohkem muutujaid) ja alles siis madalamatega. Kui jätame mudelisse (st siis sellesse ANOVA tabelisse, mille artiklis esitame) kolme faktori koosmõju, siis ei viska me sealt välja kahe faktori koosmõjusid – samuti nagu me ei jäta kahefaktorilise ANOVA mudelist välja faktorite peamõjusid, kui kahe faktori koosmõju on seal olemas.

Aga igal juhul, kui tahame midagi sisulist väita faktori A peamõju kohta olukorras, kus oluline on A koosmõju mõne teise faktoriga, siis peame seda faktori A mõju uurima selle teise faktori tasemetel eraldi, et ikka korralikult aru saada, mis värk on.  

Erinevad tõusud - pideva ja kategoorilise muutuja koosmõju

Kui lugeda elementaarseid statistikaõpikuid, siis leiab sealt tihti tähelepaneku, et kovariatsioonanalüüsi (ANCOVA, vt eespool loengutes) eelduseks on, et kovariaadi mõju sõltuvale muutujale ei tohi erineda kategoorilise sõltumatu muutuja eri tasemetel (jutt siis kahe sõltumatu muutujaga analüüsist: üks pidev ja teine kategooriline). Ehk siis iga kategoorilise tunnuse (nt katselise manipulatsiooni, treatment) sees peaks sõltuva muutuja regressioon kovariaadile olema sama tõusuga, ehk teisisõnu, eeldatakse, et pole treatment*kovariaat koosmõju. 

Pane siis tähele, et pideva ja kategoorilise muutuja koosmõju on tõlgendatav nii, et selle pideva muutuja mõju kirjeldavad regressioonsirged on kategoorilise muutuja eri tasemetel eri tõusuga, vt tahvlile. Ehk siis kui uurime kaalu sõltuvust temperatuurist (pideva muutujana) isastel ja emastel, siis sugu*temperatuur koosmõjuga on tegemist siis, kui sirge, mis kirjeldab kaalu sõltuvust temperatuurist on isaste ja emaste jaoks joonistatud piltidel eri tõusuga.  

Mis värk siis on, kas selliseid olukordi, kus see koosmõju on, ei saagi siis analüüsida? Saab küll, aga tähelepanelik peab olema (heterogeneous slopes model). Nimelt on nii, et kui see va interaktsioon olemas on, siis on ju nii, et kategoorilise muutuja mõju tugevus (ja olulisus) sõltub sellest, et millisel pideva muutuja väärtusel asja uurida (sest kat muutuja ja pideva muutuja interaktsiooni olemust võib ju sõnastada ka nii, et kat muutuja mõju sõltub pideva muutuja väärtusest). Vaata tahvlile! Ja edasi on nii, et (kõik?) statistikaprogrammid vaikimisi uurivad seda kategoorilise muutuja peamõju pideva muutuja väärtuse “null” korral. Kummaline, aga tõsi. Paraku on asi sageli nii, et pideva muutuja väärtus null pole üldsegi mõttekas väärtus, ja kat muutuja (nt siis treatmendi) peamõju kovariaadi sellisel väärtusel ei huvita meid sugugi. Meid huvitab enamasti kat muutuja peamõju sellistel kovariaadi väärtustel, mis meil andmestikus reaalselt olemas on. 

Probleemi vastu aitabki selle va kovariaadi väärtuste teisendamine, ehk siis esimesena pähe tulev variant on selline, et kovariaadi väärtusest lahutatakse kovariaadi väärtuste keskmine valimis. Sellisel juhul hakkab see kategoorilise muutuja peamõju hinnang käima  kovariaadi selle väärtuse kohta, mis oli valimi keskmine - see on aga enamasti  palju mõistlikum mõte kui null! Kui pole kaalukaid põhjusi teistmoodi teha, soovitan sellist teisendust siis alati, kui mudelis on pideva ja kat tunnuse koosmõju. Vaata näidet allpool ja pane tähele, et selline teisendus muudab vaid kategoorilise muutuja peamõju kohta käivaid statistikuid, pideva muutuja enda ja asja segaseks tegeva interaktsiooni enda kohta käivad statistikud jäävad täpselt samaks. 
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Näitejoonise tekst. On uuritud, kuidas manipulatsioon (nt valmiku toitmine – ülemine punane joon) mõjutab putuka viljakust võrreldes olukorraga, kus noid ei toidetud (alumine sinine joon). Viljakus sõltub ka valmiku kaalust (kovariaat). Ülemisel juhul ei tule analüüsist välja manipulatsiooni peamõju, kuigi see on vägagi ilmne. Probleem siis selles, et programm arvutab peamõju olukorras, kus kovariaadi (kaalu) väärtus on null. Seal jah tõesti ei ole mõju (vaata pilti), aga see on ka paraku sisuliselt mõttetu kovariaadi väärtus.


Alumisel pildil olen kaalu väärtusest lahutanud tema keskmise ja nüüd on kõik korras – manipulatsiooni mõju on ilusti oluline, sest uuritakse nüüd ju manipulatsiooni mõju muutuja “kaal” keskmisel väärtusel. 

Jääkide arvutamine ja mitmefaktorilise ANOVA eelduste täidetus

Jäägi (residual) mõistest oli juttu regressiooni puhul. Sama lähenemine on üldistatav mistahes ANOVA’le. Nii nagu regressioonsirge ennustab y-muutuja väärtust x-muutuja etteantud väärtusel, nii võib asja vaadata nii, et ANOVA mudel ennustab sõltuva muutuja väärtusi sõltumatute muutujate antud väärtustel. Täpsemalt, ANOVA mudel ütleb, milline on sõltuva muutuja mudelile vastav keskmine väärtus sõltuvate muutujate väärtuste nii- ja naasuguse kombinatsiooni korral. Iga üksikväärtus hälbib sellest ennustatud keskmisest mingil määral (st erijuhul mõni muidugi ei hälbi, selpuhul jääk=0), hälvet nimetatakse jäägiks.


Ühefaktorilise ANOVA puhul rääkisime, et analüüsi eelduseks on sõltuva muutuja väärtuste (sama dispersiooniga) normaaljaotus rühmiti. Keerulisemate mudelite eelduseks on, et mudeli jäägid on normaaljaotusega kõigi sõltumatute muutujate kõigil tasemetel. Statistikaprogrammid lubavad hõlpsasti ANOVA jäägid arvutada ja eelduse täidetust kontrollida, nagu eespool räägitud. Aga ikka ja jälle, hälbimus eeldusest peaks ikka olema parasjagu suur selleks, et see analüüsi tulemusi tõsisemalt mõjutama võiks hakata.


Ühefaktorilise ANOVA puhul on eeldused ka muidugi nii formuleeritavad, et just jääkidel peab olema normaaljaotus. Kuna aga ühefaktorilises olukorras on sõltuva muutuja toorväärtuste ja jääkide jaotus samasugune, siis pole seal seda asja vaja nii keeruliselt formuleerida, kuigi asja sisu on tegelt täpselt sama.  


Pane igaks juhuks tähele, et jääke ei tea me ju enne analüüsi läbiviimist, seega käib asi nii, et teeme ANOVA ära ja siis vaatame jääkide jaotust. Kui eeldused ei ole täidetud, siis proovime teisendust (nt logaritmimine, vt eespool), teeme analüüsi teisendatud muutujaga, ja vaatame asja (st jääkide jaotus) uuesti – ja nii niikaua kui rahule jääme. 

Post-hoc võrdlused

ANOVA vastab küsimusele, kas sõltumatul muutujal on mõju sõltuvale muutujale, ehk kas sõltuva muutuja väärtused erinevad sõltumatu muutuja eri tasemetel. Selline teadmine on kahtlemata tore, aga sageli tahame enamat. Me võime nimelt küsida, milliste sõltumatu muutuja tasemete (rühmade) vahel on erinevused ja milliste vahel mitte. Me võime näiteks kasvatada röövikuid kolme eri puuliigi (tamm, haab ja saar) lehtedel. ANOVA tulemused näitavad, et puude vahel on kasvukiiruses statistiliselt olulised erinevused. Me võime oma küsimust täpsustada ja küsida, kas tamme ja saare vahel on erinevus või mitte. Siiski sugugi alati pole see “kus nimelt” just keskse tähtsusega: kui uurime, kas miski putuka nukukaalud erinevad pesakonniti (st ühe ema järglaskondade vahel) ja kogume selleks loodusest hulga selliseid pesakondi, siis huvitab meid arvatavasti just pesakondade vahelist varieeruvust kirjeldav dispersioonikomponent (R-ruut) ja konkreetsed pesakonnad üldsegi mitte. 


Esimesel pilgul võiks asja analüüsima minna nii, et unustame haava ära ja läheme tamme ja saart võrdlema t-testiga. Aga ei tohi! Vahele tuleb probleem nimega multiple comparison adjustment ehk siis mitmese võrdluse korral (uuritav paar on vaid üks mitmest võimalikust paarikaupa võrdlusest) tuleb p-väärtusi kohandada. Seda siis sellepärast, et mida rohkem paarikaupa võrdlusi me teeme, seda suurem on risk, et saame mõne neist võrdlusist statistiliselt oluliseks puhtjuhuslikult. Tuletame meelde, et statistiline olulisus tähendabki ju seda, et nii tugeva seose tekkimine uuritud valimisse puhtjuhuslikult on alla 5% tõenäosusega. Kui teeme 20 paarikaupa võrdlust (näiteks kui sõltumatul muutujal on 7 taset) olukorras, kus tegelikult mingit mõju pole, siis vähemalt ühe neist saame ületama valitud p=0,05 piiri keskmiselt 64% juhtudest. Seega üsna tõenäoselt leiaksime erinevusi ka sealt, kus neid tegelikult ei ole. Kirjeldatud probleem on oluliselt väiksem, kui sõltumatul muutujal on tasemeid vaid kolm, kuid korrektne on asja selgi puhul arvesse võtta. 


Asja võtavad arvesse spetsiaalsed ANOVA post-hoc (tagantjärgi, st kui ANOVA juba tervikuna tehtud on) võrdluste tarvis välja töötatud meetodid, mis siis teevad t-testist saadud p-väärtustele ülalmainitud kohanduse. Selleks on mitmeid meetodeid, tuntumad neist Tukey ja Scheffe meetod, mõned neist konservatiivsemad (st ei kuuluta erinevust nii kergesti oluliseks) kui teised. Need mainitud testid teevad need võrdlused läbi kõikvõimalike tasemepaaride jaoks. Dunnetti test seevastu  võrdleb kõiki tasemeid ühe tasemega, mis on sisulistel põhjustel valitud võrdluse aluseks (st näiteks nii, et kontrolli (ravimit pole antud) võrreldakse eri treatmentidega, mitte aga noid (nt mitut eri ravimit) omavahel).


Võrrelda pole võimalik mitte ainult tasemeid paarikaupa, vaid ka keerulisemaid küsimusi küsida. Näiteks nii, et kas üks tase erineb kõigist teistest “kokku panduna”, kellel sellist asja vaja, uurib siis eraldi. Seda laadi võrdlusi nimetatakse ka kontrastideks 


Siiski - neid va multiple comparison adjustmente ei pea kasutama selliste võrdluste jaoks, mis olid ette planeeritud - st juba enne tulemuste saamist teadsime, et tahame võrrelda just seda treatmenti just tolle treatmendiga. Nende kasutamine on aga vajalik juhul, kui läheme pimesi otsima statistiliselt olulisi erinevusi kõikvõimalike võrdluste seast.


Nii, ja kui ükski paarikaupa võrdlus ei tule statistiliselt oluliseks olukorras, kus faktori mõju on üldiselt oluline, pole tegu loogikavastase olukorraga - selline tulemus on igati võimalik - st me teame küll, et üldine erinevus on, aga me ei tea täpselt, milliste rühmade omavahelisest erinevustest ta tuleb.

Bonferroni korrektsioon on sama (st multiple comparison adjustment) loogika rakendus olukorras, kus on tehtud mitmeid päris erinevaid analüüse eri andmestikel, mis vastavad samale üldisele küsimusele. 

Ehk siis Bonferroni korrektsiooni peame kasutama juhul, kui testitav hüpotees on nö hierarhilise loomuga, koosneb suurest hulgast pisematest alamtestidest. Jutt siis sellisest olukorrast, kus mistahes osatesti positiivne tulemus annab alust kuulutamaks üldisem hüpotees õigeks. Kohe seletan.

Nii võime uurida, kas kliima soojenemine mõjutab taimede kasvukiirusi (väitmata, et kõigi taimede – küsime, kas üldse on mingit mõju). Uurime 100 eri liiki taimi ja juba ühe taimeliigi puhul saadud positiivsest (statistiliselt olulisest) tulemusest saame järeldada selle va üldise hüpoteesi paikapidavust. Siin aga tekivad probleemid.


Probleem selline, et 100 testist saame me ju keskmiselt 5 (kui kasutame tavalist 5% riskitaset, ehk siis p<0,05 on piiriks) oluliseks puhujuhuslikult siis, kui tegelikult seost polegi - see järeldub statistilise testi fundamentaalsest loogikast ehk siis olulisuse definitsioonist. Seega on 100 sõltumatu testi korral väga suur tõenäosus, et vähemalt üks neist testidest oluliseks osutub ka siis, kui tegelikult vastavat seost pole, seega saaks see va üldisem hüpotees pea alati tõestatud - jama ju.

Mainitud jama vastu on välja mõeldud Bonferroni korrektsioon ehk siis oluliseks tunnistamise otsuse (kriitilise p-väärtuse) korrigeerimine vastavalt tehtud testide hulgale. 
Siit edasi ei ole kohustuslikus korras õpitav lugu, aga kel vaja või huvi, see uurigu!  Ehk siis idee selles, et mainitud hüpoteeside hierarhilise struktuuri korral tuleb usaldusväärse tõendina käsitleda mitte olulisuse nivood 0,05, vaid tuleb seada hulga rangemad kriteeriumid. Üks variant selliseks korrektsiooniks on sequential Bonferroni correction, ehk siis nii (alfa on siis see olulisuse nivoo, millest allpool loetakse oluliseks, tavaliselt siis 0.05):

- pane kõik testid (tehtud on siis k tükki teste, mis vastavad samale küsimusele) tabelisse ritta p-väärtuste kasvamise järjekorras;

- esimese testi puhul võrdle saadud p’d väärtusega alfa/k, kus k on testide arv tabelis - kui p on väiksem, kuuluta test oluliseks ja mine järgmise testi juurde - kui pole, siis kuuluta nii see esimene kui ka kõik järgmised testid mitteoluliseks;

- kui eelmine punkt ‘lubas’ jätkata, siis järgmise testi korral võrdle p’d väärtusega alfa/(k-1) - kui p on väiksem, kuuluta tulemus oluliseks ja mine edasi; kui pole, lõpeta kogu tegevus ja mine koju;

-jne, st p’d tuleb võrrelda väärtusega alfa/(k+1-i), ehk see i on iga testi järjekorranumber seal reas.

Kui nii tehes ei jää ühtegi oluliseks kuulutatavat p-väärtust, on tõlgendus selline, et ei ole alust arvata, et kliima soojenemine mõjutaks taimede pikkust. Kui jääb üks või rohkem olulist p’d (kuid mitte kõik), on tõlgendus selline, et „jah, kliima soojenemine mõjutab (vähemalt mõnede) taimede pikkust, kuid ei saa väita, et kõigi taimeliikide pikkust“. Kui kõik p-väärtused jäävad olulisteks, siis järeldame, et mõjutab kõigi uurimise all olevate liikide pikkust. 
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