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Kui sõltumatud muutujad omavahel korreleeruvad (mittetasakaaluline olukord, I ja III tüüpi analüüsid)

Siiani eeldasime vaikimisi, et mitmesuunalises ANOVAs sõltumatud muutujad omavahel ei korreleeru, asi läheb keeruliseks (ja huvitavaks) siis, kui nad korreleeruvad. Probleem siis selles, et kui ühekaupa ette võttes mõjutab kahest korreleerunud muutujast sõltuva muutuja väärtusi nii üks kui teine, siis jääb lahtiseks, et kumb siis tegelikult - või hoopis mõlemad? Statistiliselt olulise korrelatsiooni võime saada ju ka juhul, kui sisuline seos puudub, kuid on olemas korrelatsioon sisuliselt mõjuva tunnusega. Nii korreleerub inimpopulatsioonis kinganumber kindlasti päevas tarbitava toidu hulgaga, kuid selline seos pole mõistagi sisuline vaid tekib seeläbi, et mõlemad on korreleerunud kehakaaluga.

Et siis sõltuvate muutujate omavahelised korrelatsioonid:

-
 kahe pideva muutuja korrelatsioonist on lihtne aru saada;

-
 pideva ja diskreetse muutuja väärtuste seosest samuti - kui näiteks emased on suuremad kui isased ja sugu ja kehasuurus on mõlemad sõltumatute muutujatena mudelis sees;

-
 kahe diskreetse muutuja puhul on analoogiaks mittetasakaaluline olukord, sel puhul on eri lahtrites (= faktorite kombinatsioonide korral) erinev arv vaatlusi, näiteks nii


mustad
valged

isased
20 vaatlust
2 vaatlust

emased
3 vaatlust
24 vaatlust

ehk siis isased on tõenäolisemalt valged kui mustad ja emased vastupidi. Probleem jällegi selles, et kui nüüd leiame soo mõju miskile meie poolt uuritavale tunnusele, siis ei saa me kindlad olla, et see on just soo mõju ja mitte värvi mõju.

Illustreerida on asja lihtsam sellises seisus, need va sõltumatud muutujad on pidevad. Vaatame olukorda, kus kaks pidevat omavahel tugevasti korreleeruvat sõltumatut muutujat on pandud seletama kolmandat, olgu näiteks taime pikkuse sõltuvus laiuskraadist ja (suve keskmisest) temperatuurist.


Näide 5-1 näitab sõltumatute muutujate omavahelist korrelatsiooni ja seda, et omaette võttes korreleeruvad mõlemad taime pikkusega tugevasti ja statistiliselt oluliselt. Edasi huvitab meid, et kas võime öelda, et kummalgi neist on sõltumatut mõju taime pikkusele, st sellist mõju, mida ei saa seletada sellega, et ta korreleerub teisega, kes siis tegelikult seletab. Ehk teame, et laiuskraad küll jah omaette uurides mõjutab taime pikkust, kuid me veel ei tea, kas kogu see mõju tuleneb temperatuurist või on laiuskraadil ka temperatuurist sõltumatut mõju (mis siis näiteks võiks tekkida seetõttu, et ka valgustatus sõltub laiuskraadist).


Asja võib vaadata nii, et kahe korreleeruva sõltuva muutuja korral ei ole üheselt selge, kuidas nende “ühist seletavat jõudu” nende kahe vahel ära jagada, seda saab teha mitut moodi. Järgnevalt tegemisele tulev type I analüüs (ehk type I SS - sums of squares - klassikalise ANOVA puhul) kirjutab siis kogu “ühise seletava jõu” esimesena mudelisse muutuja arvele ja teise muutuja mõju otsitakse siis sellest hajuvusest, mis esimese muutuja poolt seletamata jäi. Seega on esimesena esitatud faktori SS’d tõenäoliselt ülehinnatud ja teise omad tõenäoliselt alahinnatud. Teisena esitatud faktori suhtes on test konservatiivne - ta testib vaid mõju, mis on “kindlasti päriselt” tema oma, tegelikku mõju tõenäoliselt alahinnates.


Asjast täieliku pildi saamiseks tuleks siis type I analüüs läbi viia ka muutujate teistpidi järjekorraga Vt näide 5-1B.


Type I analüüsi korral sõltub tulemus seega muutujate järjekorrast model-lauses ja tulemustes type I tabelit esitades tuleb seda järjekorda lugejaile ka põhjendada. Kahesuunalise analüüsi puhul pole siin hullu midagi, aga alates juba neljasuunalisest on neid võimalikke järjekordi juba päris palju.

Type III SS iga muutuja kohta on sellised, mis saadaks, kui see muutuja oleks Type I analüüsis viimasena. Seega esitatakse konservatiivsed hinnangud kõigi muutujate mõjude kohta. Type III puhul on kõik muutujad sümmeetrilises seisus, seega ei mõjuta nende järjekord mudelis midagi.


Vt näide 5-1C ja siit on kohe näha, mis oht on III tüüpi analüüsis - kumbki muutuja ei tulnud oluliseks ja vaid III tüüpi SS kasutades oleks meil see asjaolu hoopis tähele panemata jäänud, et kahepeale kokku nad mõjutavad vägagi palju. Õpetlik lugu.


Ehk siis kui piirdume vaid III tüüpi analüüsiga (ehk saades konservatiivsed hinnangud kõigi mudelisse kaasatud faktorite kohta), nagu see sageli kombeks on, riskime sellega, et meil jääb avastamata korreleeruvate sõltumatute muutujate “mitmepeale mõju”. Seega - korreleeruvate sõltumatute muutujatega analüüsi tehes on igal juhul soovitav teha mitmeid analüüse Type I SS’ga muutujate järjekorda mudelis varieerides ja ka muutujaid vahelduseks välja jättes, nii tekib endal arusaam, mis muutujal on kuipalju sõltumatut mõju ja palju on neil seda paaride peale kokku jne. Mitmesuunalise ANOVA  ja korreleeruvate sõltumatute muutujate korral ei piisa asjast aru saamiseks ühest mudelist, mudeleid tuleb teha mitmeid ja tulemusi võrrelda. Seega soovitus - tee ise enda jaoks kindlasti ka type I analüüse igapidi järjekorraga uurimaks seda, kas ülal seletatud oht on olemas või mitte. Kui seda ei ole ja type III analüüs peegeldab olukorda adekvaatselt, siis esita oma artiklis type III analüüs - seda sellepärast, et seal ei ole vaja midagi seletada ega põhjendada, tabel kirja ja valmis.


Pane muidugi veelkord tähele, et kui pidevad sõltumatud muutujad omavahel ei korreleeru (või diskreetsete muutujate korral on tegu tasakaalulise olukorraga), siis ei ole eri tüüpi analüüsidel mingit vahet, ja muidugi ei ole eri tüüpi analüüsidel vahet ühesuunalise ANOVA puhul. Type II ja IV on ka olemas. Type II erineb type III-st vaid nüansside poolest (mis ei tule siinkohal arutusele), ülal seletatud põhimõtteline loogika kehtib mõlema jaoks. Type IV erineb Type III-st vaid selle poolest, et kuidas ta käitub olukordades, kus on tühje lahtreid (st mõne sõltumatute muutujate kombinatsiooni kohta pole ühtegi vaatlust). Endast lugu pidaval ökoloogil selliseid andmestikke aga muidugi pole.


Muidugi, kui võimalik, tuleb korrelatsioone sõltumatute muutujate vahel (ja vastavalt ka mittetasakaalulisi olukordi) targa katsekorraldusega vältida, alati pole see aga võimalik - nii jääb kehasuurus sooga korreleeruma, tee mis tahad. Samamoodi ei saa ma seda garanteerida, et mul eri soost röövikuid oleks näiteks eri toidu peal samapalju - sest rööviku sugu tean ma alles peale tema nukkumist.
Kovariatsioonanalüüs katses - üks oluline rakendus

Juttu tuleb nüüd olukorrast, kus treatment (ehk siis manipulatsioon, töötlus..., olgu muutuja T) mõjutab peale uuritava (sõltuva) muutuja (olgu Y) veel ka mingit muud muutujat (olgu A), mis siis omakorda võib sõltuvat muutujat mõjutada. Ehk siis niisugusel juhul on meil kaks võimalikku mõju rada treatmendist (sõltumatu muutuja) sõltuva muutujani: üks rada on otserada, teine rada läheb siis A kaudu (st nii, et treatment mõjutab A’d ja A omakorda Y’t). 


Näide selline, et uurin röövikute rühmas kasvatamise (T) mõju liblikate viljakusele (Y). Tean eelnevalt, et rühmas kasvatamine mõjutab valmiku kaalu (A) ja tean sedagi, et kaal mõjutab viljakust (A). Seda ma tean, see mind enam ei huvita - mind huvitab, kas peale selle kaalu (A) poolt vahendatud kaudse tee on olemas ka otsetee (st rühmas kasvatamise selline mõju, mis ei ole vahendatud nukukaalu kaudu). Seda testimaks kaasan kaalu kovariaadina sellisesse analüüsi, kus uurin rühmas kasvatamise (st kaks treatmenti: rühmas ja üksi kasvatatatud) mõju viljakusele. Kui kaalu kaasamine kaotab ära treatmendi seni olulise mõju, on interpretatsioon järgmine: ei ole põhjust väita, et rühmas kasvamisel oleks liblika viljakusele mingit muud mõju kui see, mis tuleneb sellest, et rühmas kasvamine mõjutab liblika kaalu. Kui aga treatmendi mõju jääb alles ka peale kaalu kaasamist, olen statistika mõttes ära tõestanud, et rühmas kasvamine mõjutab viljakust veel mingil muul moel - siis kontekstis huvitav, kuna just sellist efekti võib pidada potenstiaalselst adaptiivseks (nt niimoodi, et röövikuna rühmas kasvanud liblikas investeerib rohkem ainet rindmikusse ja vähem tagakehasse(kus siis munad), sest valmistub kõrge tihedusega kohast emigreeruma.


Siiski siiski - sellisel lähenemisel on üks “aga” - nimelt ei tohiks selle vahendava muutuja A väärtused olla treatmenditi nii erinevad, et kattuvust polegi (ehk siis rühmas ja üksi kasvatatud putukate masside jaotused peaksid ikkagi märkimisväärses osas kattuma). Kui kattuvust pole, ei saa me kuidagi eristada A mõju ja X-i otsest mõju, ehk siis nii oleks kahe sõltumatu muutuja (X ja A) vaheline korrelatsioon nii tugev (vt eelmist alapeatükki), et nende mõjusid ei saa üskteisest eristada.

Erinevad tõusud - pideva ja kategoorilise tunnuse koosmõju

Kui lugeda elementaarseid statistikaõpikuid, siis leiab sealt tihti tähelepaneku, et kovariatsioonanalüüsi (ANCOVA) eelduseks on, et kovariaadi mõju sõltuvale tunnusele ei tohi erineda kategoorilise sõltumatu muutuja eri tasemetel. Ehk siis iga treatmendi sees peaks sõltuva muutuja regressioon kovariaadile olema sama tõusuga, ehk teisisõnu, eeldatakse, et pole treatment*kovariaat koosmõju. 


Mis värk siis on, kas selliseid olukordi, kus see koosmõju on, ei saagi siis analüüsida? Saab küll, aga tähelepanelik peab olema (heterogeneous slopes model). Nimelt on nii, et kui see va interaktsioon olemas on, siis on ju nii, et kategoorilise muutuja mõju tugevus sõltub sellest, et millisel pideva muutuja väärtusel asja uurida (sest kat muutuja ja pideva muutuja interkatsiooni olemust võib ju sõnastada ka nii, et kat muutuja mõju sõltub pideva muutuja väärtusest). Ja edasi on nii, SAS vaikimisi uurib seda kat muutuja peamõju pideva muutuja väärtuse “null” korral. Kummaline, aga tõsi. Paraku on asi sageli nii, et pideva muutuja väärtus null pole üldsegi mõttekas väärtus, ja kat muutuja (nt siis treatmendi) peamõju kovariaadi sellisel väärtusel ei huvita meid sugugi. Meid huvitab enamasti kat muutuja peamõju sellistel kovariaadi väärtustel, mis meil katses reaalselt olemas on. 


Probleemi vastu aitabki selle va kovariaadi väärtuste teisendamine, ehk siis esimesena pähe tulev variant on selline, et kovariaadi väärtusest lahutatakse kovariaadi väärtuste keskmine valimis. Sellisel juhul hakkab see käib kat muutuja peamõju hinnang käima  kovariaadi väärtuse kohta, mis oli valimi keskmine - see on aga palju mõistlikum mõte kui null! Kui pole kaalukaid põhjusi teistmoodi teha, soovitan sellist teisendust siis alati, kui mudelis on pideva ja kat tunnuse koosmõju. Vaata näidet 5-2 ja pane tähele, et selline teisendus muudab vaid kat muutuja peamõju kohta käivaid statistikuid, pideva muutuja enda ja asja segaseks tegeva interaktsiooni enda kohta käivad statistikud jäävad täpselt samaks. 

Erinevuste suund
Siiani uuritud ja esitatud klassikalistest ANOVA tabelitest leiame küll faktorite statistilised olulisused ja muid asjakohaseid statistikuid, kuid me ei näe, mis pidi erinevused või seosed on. St me võime küll näha, et toidutaim mõjutab rööviku kasvukiirust, kuid me ei tea, millisel taimel ta siis kiiremini kasvab ja kui palju. Samuti võime me näha, et kovariaat mõjutab kasvukiirust, kuid ANOVA tabelist ei oska me midagi järeldada selle kohta, kas tegu on positiivse või negatiivse sõltuvusega. Häda vastu aitab nn. mudeli parameetrite tellimine, mida SAS GLM vaikimisi ei väljasta. Model-lausesse tuleb kirjutada solution (näide 5-3). Saadud väljundis on erinevate rühmade (diskreetsete sõltumatute muutujate eri tasemete) keskväärtusi võrreldud ühe rühma keskväärtusega, mis on võetud “standardiks”. Kovariaatide jaoks on esitatud sirge tõus. Esitatud on ka vastavad testid, kuid pane tähele, et p-väärtusi pole seal kohandatud mitmeste võrdluste juhtumiks (vt kohe allpool).


Mina kasutan seda solution käsku vaid kovariaadi mõju suuna uurimiseks, kategooriliste tunnuste puhul on lihtsam asja uurida lsmeans käsuga, see solutioni output läheb näiteks koosmõjude olemasolul nii keeruliseks, et ei saa enam hästi aru, mida seal öelda tahetakse. 

Koosmõjud kolmesuunalises ANOVAs
Oli juttu, et rohkem kui kahesuunaline ANOVA on muidugi ka  väga võimalik ja seal läheb just koosmõjudega (interaktsioonidega) keeruliseks. Kolme faktori koosmõju tähendab, et kahe faktori koosmõju iseloom sõltub kolmanda faktori tasemest.  Jällegi, pole oluline mis järjekorras neid faktoreid siin nimetada, koosmõju on endiselt sümmeetriline asi. Näitena uurime jälle putuka nukukaalu sõltuvust taime liigist ja soost, taime ja soo vahel oli kahe faktori koosmõju juhul, kui taime mõju oli eri sugudel erinev, näiteks kasvasid emased suuremaks haaval, kuid tammel kasvasid suuremaks hoopis isased . Nii, kolme faktori interaktsiooniga oleks nüüd tegemist näiteks juhul, kui see olukord oleks eri temperatuuridel erinev, st soojemas kliimas kasvaksid hoopis isased haaval suuremaks kui emased ja tammel vastupidi. Sel puhul siis räägime taim*sugu*temperatuur interaktsioonist. Selline “suuna muutus” pole muidugi jällegi vajalik interaktsiooni olemasoluks, piisab, kui asja esitavad jooned (st nagu kahe faktori koosmõju puhul rääkisime) pole paralleelesed, vt tahvlile.


Nii, peale kolme faktori koosmõju on muidugi ka kolmesuunalises ANOVAs olemas kahe faktori koosmõjud (kolm erinevat tükki)  ja oluline on aru saada, et iga selline koosmõju annab asjade seisu kohta erinevat sõltumatut informatsiooni ja ükski koosmõju pole teistest tuletatav. St kõik kolm kahe faktori koosmõju ja see üks kolme faktori koosmõju võivad üksteisest sõltumatult kas olla või mitte olla olemas. Nii näiteks sellest, et faktorite A ja B vahel on koosmõju ning koosmõju on ka faktorite B ja C vahel ei järeldu sugugi, et koosmõju on ka C ja A vahel. Samuti ei järeldu kõigi kolme võimaliku kahe faktori koosmõju olemasolust kuidagi see, et on olemas ka kolme faktori koosmõju - võib olla ja võib ka mitte olla. Need on erinevad asjad. Püüan seda näite varal seletada, näide jagatakse loengus paberil.


Mitmesuunalise ANOVA puhul tekib jällegi küsimus sellest, milliseid interaktsioone lõplikku mudelisse (st siis see, mille põhjal oma lõplikud järeldused teeme ja mille artiklis esitame) võtta ja mida milliseid mitte. Üks võimalus on jällegi backward elimination nii nagu sellest kovariatsioonanalüüsi puhul rääkisime. Ehk siis hakatuseks tuleks teha ANOVA mudel kõikvõimalike interaktsioonidega ja siis hakata neid sealt ühekaupa välja viskama alates kõige vähem olulisest (siis samamoodi, nagu kovariaatidega tegime). Siiski, siinpuhul tuleks järgida nn hierarhilise põhimõtet: kõigepealt tegeleme kõrgemate interaktsioonidega (ehk siis sellised, mis kaasavad rohkem muutujaid) ja alles siis madalamatega.

Post-hoc võrdlused
ANOVA vastab küsimusele, kas sõltumatul muutujal on mõju sõltuvale muutujale, ehk kas sõltuva muutuja väärtused erinevad sõltumatu muutuja eri tasemetel. Selline teadmine on kahtlemata tore, aga sageli tahame enamat. Me võime nimelt küsida, millistel sõltumatu muutuja tasemete vahel on erinevused ja milliste vahel mitte. Me võime näiteks kasvatada röövikuid kolme eri puuliigi (tamm, haab ja saar) lehtedel. ANOVA tulemused näitavad, et puude vahel on kasvukiiruses statistiliselt olulised erinevused. Me võime oma küsimust täpsustada ja küsida, kas tamme ja saare vahel on erinevus või mitte.


Esimesel pilgul võiks asja analüüsima minna nii, et unustame haava ära ja läheme tamme ja saart võrdlema t-testiga. Aga ei tohi! Vahele tuleb probleem nimega multiple comparison adjustment ehk siis mitmese võrdluse korral (uuritav paar on vaid üks mitmest võimalikust paarikaupa võrdlusest) tuleb p-väärtusi kohandada. Seda siis sellepärast, et mida rohem paarikaupa võrdlusi me teeme, seda suurem on risk, et saame mõne neist võrdlusist statistiliselt oluliseks puhtjuhuslikult. Tuletame meelde, et statistiline olulisus tähendabki ju seda, et nii tugeva seose tekkimine uuritud valimisse puhtjuhuslikult on alla 5% tõenäosusega. Kui teeme 20 paarikaupa võrdlust (näiteks kui sõltumatul muutujal on 7 taset) olukorras, kus tegelikult mingit mõju pole, siis vähemalt ühe neist saame ületama valitud p=0,05 piiri 64% juhtudest. Seega üsna tõenäoselt leiame erinevuse ka sealt, kus teda tegelikult ei ole. Kirjeldatud probleem on oluliselt väiksem, kui sõltumatul muutujal on tasemeid vaid kolm, kuid korrektne on asja selgi puhul arvesse võtta. 


Asja võtavad arvesse spetsiaalsed ANOVA post-hoc (tagantjärgi, st kui ANOVA juba tervikuna tehtud on) võrdluste tarvis välja töötatud meetodid, mis siis teevad t-testist saadud p-väärtustele ülalmainitud kohanduse. Selleks on mitmeid meetodeid, tuntumad neist Tukey ja Scheffe meetod (näide 5-4), mõned neist konservatiivsemad (st ei kuuluta erinevust nii kergesti oluliseks) kui teised. Dunnetti test (näide 5-4A)  võrdleb kõiki tasemeid ühe tasemega, mis on sisulistel põhjustel valitud võrdluse aluseks (st näiteks nii, et kontrolli võrreldakse eri treatmentidega, mitte aga noid omavahel).


Võrrelda pole võimalik mitte ainult tasemeid paarikaupa, vaid ka keerulisemaid küsimusi küsida. Näiteks nii, et kas üks tase erineb kõigist teistest “kokku panduna”.


Siiski - neid va multiple comparison adjustmente ei pea kasutama selliste võrdluste jaoks, mis olid ette planeeritud - st juba enne tulemuste saamist teadsime, et tahame võrrelda just seda treatmenti just tolle treatmendiga. Nende kasutamine on aga vajalik juhul, kui läheme pimesi otsima stat olulisi erinevusi kõikvõimalike võrdluste seast.


Nii, ja kui ükski paarikaupa võrdlus ei tule statistiliselt oluliseks, pole tegu loogikavastase olukorraga - selline tulemus on igati võimalik - st me teame küll, et üldine erinevus on, aga me ei tea täpselt, milliste rühmade erinevustest ta tuleb.

Jääkide arvutamine ja mitmesuunalise ANOVA eelduste täidetus
Jäägi (residual) mõistest oli juttu regressiooni puhul. Sama lähenemine on üldistatav mistahes ANOVA’le. Nii nagu regressioonsirge ennustab y-muutuja väärtust x-muutuja etteantud väärtusel, nii võib asja vaadata nii, et ANOVA mudel ennustab sõltuva muutuja väärtusi sõltumatute muutujate antud väärtustel. Täpsemalt, ANOVA mudel ütleb, milline on sõltuva muutuja mudelile vastav keskmine väärtus sõltuvate muutujate väärtuste nii- ja naasuguse kombinatsiooni korral. Iga üksikväärtus hälbib keskmisest mingil määral, hälvet nimetatakse jäägiks.


Ühesuunalise ANOVA puhul rääkisime, et analüüsi eelduseks on sõltuva muutuja väärtuste (sama dispersiooniga) normaaljaotus rühmiti. Keerulisemate mudelite eelduseks on, et mudeli jäägid on normaaljaotusega kõigi sõltuvate muutujate kõigil tasemetel. ANOVA’st saab hõlpsasti jäägid arvutada (näide 5-5) ja eelduse täidetust kontrollida, nagu eespool räägitud. Aga ikka ja jälle, hälbimus eeldusest peaks ikka olema parasjagu suur selleks, et see analüüsi tulemusi tõsisemalt mõjutama võiks hakata.

Mitmene regressioon
Selle aja peale peaks igati usutav ja ilmne olema, et ANOVA mudelisse võib sõltumatuteks muutujateks võtta ka mitu pidevat muutujat. Kui kõik sõltumatud muutujad on pidevad, on tegu mitmese regressiooniga (multiple regression), nii võime näiteks uurida taime pikkuse sõltuvust temperatuurist, valgustatusest ja mulla niiskusest (näide 5-6). Siin ei ole miskit põhimõttelist vahet võrreldes mitmesuunalise ANOVA’ga, ainult et mudel on ilusti kirja pandav võrrandina, ehk siis (näite 5-6 tulemused):


pikkus = 0,597*temp + 0,089*valgus + 0,196*niiskus - 0.12

ehk siis nagu tavaline regressiooni võrrand, ainult et sõltumatuid muutujaid on rohkem kui üks. Sellisele regressiooni võrrandile ei vasta aga muidugi enam joon, vaid kahe argumendi puhul on tegemist tasandiga, kolme ja rohkema argumendiga võrrandid ei ole enam niiviisi ette kujutatavad. See jutt siin aga suurelt osalt selleks, et järgmist punkti sisse juhatada.

Mittelineaarne regressioon
Põhimõtteliselt on nii, et nagu saab lineaarses regressioonis  sirget sobitada vähimruutude meetodil, nii saab samamoodi sobitada mistahes muud funktsiooni. Saab ju küsida, et näiteks milliste funktsiooni


y = sin(ax + c(log(x))bx

parameetrite a, b ja c korral on kirjeldatava kummalise joone sobivus andmetega parim. Ehk samamoodi, nagu me otsime parimat kombinatsiooni lineaarfunktsiooni kahest parameetrist (tõus ja algordinaat), saame me otsida parimat kombinatsiooni mistahes funktsiooni parameetritest. See ‘samamoodi’ on sellise agaga, et lineaarse regressiooni korral on optimaalsed parameetrid vastavate valemite abil otse välja arvutatavad, keerulisemate funktsioonide korral ei pruugi nad seda olla - parima variandini jõudmiseks tuleb jõuda labase proovimise teel. Proovimisega tegeleb mõistagi arvuti ja seega pole see niiväga meie mure.


Meie mure on aga see, et millist funktsiooni me siis oma andmetesse sobitama hakkame. Asi on lihtne, kui meil on teoreetilisi (st meie andmetest sõltumatuid) põhjusi arvata, et nende kahe muutuja vahel on just sellist tüüpi funktsiooniga kirjeldatav seos. Selline teadmine on meil enamasti olemas füüsikas ja keemias, ehk sageli ka füsioloogias, kuid ökoloogias pole mainitud olukord tüüpiline. Oht on siin selles, et valitud funktsiooni sobitades võime ekslikult pidada tõestatuks ka neid funktsiooni omadusi, mis ei ole meie andmete poolt toetatud. Nii näiteks kui sobitame hüperbooli, siis võime hõlpsasti ekslikult järeldada, et ka meie poolt uuritavat sõltuvust kirjeldav funktsioon läheneb asümptootiliselt telgedele.


Häda pole suur, kui vajame funktsiooni vaid kirjeldamaks miskit sõltuvust miski empiirilise mudeli tarbeks (nt ennustamaks parimat jõhvika korjamise aega) ehk kui me ei testi midagi. Kui me testime miski parameetri erinevust näiteks nullist, siis peame hoolikalt järele mõtlema, millist sõltuvuse omadust see parameeter kirjeldab ja kuidas valitud funktsioon võib tulemust mõjutada. Ehk siis kui ülalesitatud funktsioonis parameeter c erineb oluliselt nullist, mida bioloogiliselt relevantset me sellest siis järeldame? Asjalik järeldus on enamasti võimalik vaid siis, kui sobitatav funktsioon on tuletatud bioloogilistest eeldustest ja mitte valitud andmete peale vaadates. Igal juhul ei soovita keeruliste funktsioonide sobitamist, kuigi sellisteks puhkudeks on statistikaprogrammides muidugi ka vahendid olemas. Mida siis soovitan mittelineaarsetes olukordades, sellest kohe allpool.


Üsnagi enamasti piisab sellest, et testime, kas seos hälbib lineaarsusest (non-linear relationship)  või mitte ja kui jah, siis kas ta on nõgus või kumer - selliste lihtsate omaduste interpretatsioon on igati selge ja ühemõtteline. Sellele küsimusele vastamiseks pole vaja muud, kui tavalises regressioonis võtta lisaks sõltumatu muutuja väärtusele mudelisse ka tema ruut ehk siis sobitada andmetesse parabooli lõik. Ehk meil on siis regressioonanalüüsis formaalselt kaks sõltumatut muutujat: muutuja ise ja tema ruut kui teine muutuja, see ruut tuleb siis eelnevalt välja arvutada ja eraldi muutujana defineerida. Ruutliikme olulisus (type I! - enne lineaarliige ja siis ruutliige) näitabki mittejuhuslikku hälbimist lineaarsusest. Positiivse kordaja puhul on seos nõgus, negatiivse korral kumer. Ikka PROC GLM (näide 5-7). Samamoodi võib mudelisse võtta sõltumatu muutuja kõrgemaid astmeid, näiteks kuupliikme usaldusväärsus tähendaks seda, et seose kumerus/ nõgusus (teine tuletis) muutub x-i väärtusest sõltuvalt. Igal juhul on kõrgemat järku liikmete interpreteerimine keeruline ja ettevaatust eeldav.

II tüüpi regressioon
II tüüpi regressioon on seniräägitust parasjagu erinev. Seda eelkõige seeläbi, et tavalist regressiooni tehes eeldatakse, et x-teljel olevad väärtused on mõõdetud täpselt ja need väärtused mõjutavad y-telje muutuja väärtusi. Eeldatakse siis, juhuviga on vaid y-muutuja väärtustes ja seda juhuviga need jutuks olnud jäägid kirjeldavadki. Ehk siis eeldatakse, et muutujad on omavael ebasümmeetrilistes suhetes - üks seletab teise varieeruvust. Eriti selge on selline vahe juhul, kui sõltumatu muutuja väärtused on katse tegija poolt paika pandud (temperatuur kuskil kapis, lämmastikusisaldus lillepotis).


Sageli huvitab aga kahe sümmeetrilises seoses oleva muutuja vahelise seose kvantitatiivne kirjeldamine. Näitena kasvõi muna pikkuse ja laiuse vaheline seos. Mainitud olukorras on totter eeldada, et muna pikkuses juhuviga ei ole ja muna laius sõltub otseselt muna pikkuse väärtustest. Ehk siis siin on põhjust oletada, et tegelik põhjuslik seos on miski kahe müstilise arengubioloogilise muutuja vahel, millest ühega korreleerub hilisem muna pikkus ja teisega laius (ja mõlemas selles seoses on mõistagi juhuviga). Seega pole meil mingit alust öelda, kumma muutuja me peame panema x-teljele ja kumma y-teljele. Mis siis sellest? Aga vägagi palju.


Nimelt sõltub regressioonsirge võrrand väga oluliselt sellest, kumb muutuja kummal teljel on. Mida väiksem r, seda suurem on vahe. Kumb neist sirgetest siis peegeldab pikkuse ja laiuse vahelist tõenäolist sõltuvust õigesti? Ei kumbki. Ehk siis olukorras, kus mõlemas muutujas on juhuviga, tuleb sõltuvuse matemaatiliseks kirjeldamiseks kasutada teistsugust metoodikat ehk II tüüpi regressiooni.


Sellise asja tegemiseks on mitmeid meetodeid, ükski meetoditest pole päris probleemivaba ja konsensust pole, milline meetod on kõige parem. Üks variant on geometric mean regression, mille võrrandi leidmine ei käi keerulisemalt kui nii, et selle tõus on kahtepidi I tüüpi regressioonide tõusu geomeetriline keskmine (ruutjuur korrutisest). Mõistagi tuleb need kahtepidi tehtud regressioonide tõusud “keerata samapidi”, ehk siis mõlemad kujule “mune kilogrammi kohta”, ehk siis teistpidi tehtud regressiooni võrrandist kujul “x=...” tuleb avaldada y. Kuna ka GM regressioon läbib kindlasti punkti, mille koordinaadid on mõlema muutuja keskmised, siis selle ühe punkti ja tõusu järgi saab ka algordinaadi arvutada ehk siis täieliku võrrandi kätte saada. Ma ei tea, et SAS seda GM regressiooni võrrandit ise arvutaks, aga ega seda käsitsi tehes nüüd ka üleliia tööd pole. Pane siis tähele, et sedaviisi arvutatud sirge jääb kahte erinevat pidi tehtud tavaliste regressioonsirgete vahele, ehk omab siis vahepealset tõusu.


Pane veel tähele, et see regressioonitüüpide vahetegemine ei mõjuta vastust küsimusele, kas muutujate vahel on statistiliselt oluline seos või mitte - see mõjutab vaid seose võrrandi tuletamist. Seega on põhjust tavalise I tüüpi regressiooni rajalt hälbida ja II tüübi pärast muretsema hakata vaid siis, kui tahame midagi sisukat järeldada regressioonsirge tõusu võrrandist (st rohkemat, kui seda, et ta on nullist erinev). Tüüpilisel juhul lähebki II tüüpi regressiooni vaja juhul, kui tahame sirge tõusu võrrelda ühega - ehk siis vastata küsimusele, kas x suurenedes ühe ühiku võrra suureneb y rohkem või vähem kui ühe ühiku võrra.


Ja veel pane tähele, et kui eesmärgiks on ühe muutuja väärtuste põhjal teise väärtuste ennustamine, siis käivad tavalised I tüüpi regressioonid vastavalt siis sellele, et kumma järgi kumba ennustatakse. A põhjal B ennustamise võrrand ongi teistsugune kui B põhjal A ennustamine. 

******************************************************

Edasi kolm ANOVA variatsiooni: hierarhiline, juhuslike faktoritega ja korduvmõõtmistega.

Hierarhiline ANOVA

on selline, kus miski faktori (B) mõjudel ‘lubatakse’ erineda miski teise faktori (A) tasemetel. St ei eeldata, et faktori B taseme b1 mõjul faktori A taseme a1 korral oleks midagi tegemist faktori faktori B taseme b1 mõjuga faktori A taseme a2 korral. Lihtne näide on klassid (a, b, c) koolides, uurime keskmise hinde erinevusi klasside kaupa, uuritud on palju koole. Klassid (iga kooli sees sama tähekombinatsioon) võivad erineda keskmise hinde poolest (faktoril “täht” on mõju), kuid pole põhjust arvata, et klassi tähe mõju oleks sama eri koolides. Sellisel juhul öeldakse, et faktor ‘klass’ (tasemed a, b, c) on allutatud faktorile ‘kool’, ehk inglise keeles palju ilusamini .... nested within ... . Hierarchical ANOVA sünonüümiks ongi nested ANOVA. Nested olemist tähistatakse B(A). 


Näites 5-8 uurime, kas sabasule pikkus sõltub soost.  Näeme, kuidas muutub tulemus, kui allutame faktori ‘sugu’ faktorile ‘liik’, st lubame sool mõjutada sule pikkust liigiti eri moodi. Olukorras, kus sugu ei ole allutatud liigile (st tavaline ANOVA), testime, kas sool on miskit kindlasuunalist mõju üle kõigi liikide. Näeme, et pole. Soo allutamisega liigile tuvastame aga tugeva liigi mõju. Miks siis - asi selline, et soo mõju erineb liigiti ja iga liigi sees on mõju tugev. Nested ANOVAga selle just tuvastasimegi, et liikide sees on mõju tugev, kuid ei väida midagi selle kohta, et see mõju oleks samapidine eri liikidel (võib olla ja võib ka mitte olla).


Nested mudeleid tuleb kasutada ka siis, kui uuritavad faktorid on juba loomu poolest hierarhilise iseloomuga: nii nagu klassid on koolide sisse nested, nii on ka subpopulatsioonid populatsioonide sisse nested (no ei oska ilusti eesti keeles öelda!) ja sageli on ka treatmendid üksteise sisse nested: treatment võib olla jaotatud alamtreatmentideks ja ühe trea alamtread pole teises treas ehk loogiliselt võimalikudki.

Juhuslike faktoritega dispersioonanalüüs

tuleb ökoloogias sageli ette. Juhuslik (random) faktor on selline diskreetne sõltumatu muutuja, mille tasemed on vaadeldavad valimina miskist (suurest) tasemete üldkogumist. Sellest üldkogumist siis mingi juhuslik valim tasemeid on meie katsesse võetud. Juhusliku faktori näiteks sobib pesakond ehk siis ühe metsast püütud ema järglaskond. Kuulugu katses olevad loomad kümnesse sellisesse pesakonda, aga tahtku me oma järeldusi teha mitte kümne pesakonna, vaid kogu populatsiooni kohta, milles siis on kahtlemata suur hulk samaväärseid pesakondi. Sellises olukorras tuleb juurde juhuslik hajuvus uuel tasandil - pesakondade keskmiste dispersioon, mida me ei tea, aga mida võime oma valimi põhjal hinnata (see hajuvus “vanal” tasandil on üksikväärtuste hajuvus ümber pesakonna keskmise).


Faktor, mis ei ole juhuslik, on fikseeritud (fixed). Fikseeritud faktori tasemeid on lõplik hulk ja kõik on nad meil valimis esindatud. Fikseeritud faktorite puhul oleks imelik mõelda, et nende tasemed on valimiks miskist looduses olemas olevast tasemete populatsioonist. Fikseeritud faktoriteks liigituvad manipulatsioonid e. “töötlused” (treatment) ja “looduslikest”  faktoritest näiteks sugu - on ju meil katses esindatud kõikvõimalikud sood. Sageli sõltub faktori liigitamine juhuslikuks või fikseerituks täpsest probleemipüstitusest - nii võib faktor ‘populatsioon’ olla fikseeritud, kui meid huvitavad just nende populatsioonide vahelised erinevused, mida parasjagu uurime - juhuslik on ta siis, kui huvitab vastus küsimusele, kas liigi populatsioonid üldiselt omavahel erinevad (neid on väga palju ja uuritud on vaid mõned). Ehk siis: kui sisult juhuslik (nagu eespool määratletud) faktor on analüüsis juhusliku faktorina, on ANOVA tulemus tõlgendatav kehtivana kogu populatsiooni kohta. Kui käsitleme sama faktorit fikseerituna, on tulemus paika pidav vaid uuritud valimis sisaldunud juhusliku faktori tasemete kombinatsiooni puhul.


Kui mudelis on vaid fikseeritud faktorid (nagu seni vaadeldud näidetes), räägitakse I tüüpi dispersioonanalüüsist. Kui mudelis on vaid juhuslikud faktorid, räägitakse II tüüpi analüüsist. Kui mudelis on nii fikseeritud kui ka juhuslikke faktoreid, on tegu segatüüpi ANOVAga (mixed ANOVA) ehk siis segamudeliga.


Kui on tegu ühesuunalise ANOVA’ga, pole juhuslike ja fikseeritud mõjudega mudelil arvutuslikult miskit vahet, st defineerides sõltumatu muutuja kui juhusliku saame täpselt sama tulemuse kui tema fikseeritud iseloomu eeldades. Vahe pole enamasti suur ka siis, kui kahesuunalises segamudelis mitte eeldada juhusliku ja fikseeritud faktori koosmõju. Vahe on oluline, kui on olemas (ja mudelisse on kaasatud) ka juhusliku ja fikseeritud faktori koosmõju, st fikseeritud faktori mõju erineb juhusliku faktori eri tasemetel.  Eeldame näitlikustamise tarbeks, et va juhuslik faktor on pesakond ja fikseeritud faktor manipulatsioon (treatment).


Sellise kahesuunalise segamudeli puhul on  erinevus (siis see, mis tuleneb sellest, kas faktor “pesakond” on juhuslik või fikseeritud) on suurem just fikseeritud faktori (manipulatsiooni) osas, mitte juhusliku faktori enda osas. Interpretatsiooniline erinevus on selge: kas rakendatud manipulatsiooni kindlasuunaline mõju (st peamõju statistika mõttes) on üldistatav kogu populatsioonile või mitte.


Mängime, et meil oli katses 6 pesakonda. Nelja pesakonna puhul oli manipulatsiooni mõju positiivne (kaal kasvas), kahe pesakonna puhul negatiivne. Olukorrast võiksime järeldada (kui analüüsis oluliseks osutub)  manipulatsiooni peamõju niisuguse andud pesakondade kombinatsiooni korral (pesakond fixed). Kui aga eeldame, et pesakondi on populatsioonis palju ja meil on vaid juhuslik valim neist, siis kirjeldatud olukorras oleks ilmsesti küll vale arvata midagi manipulatsiooni mõju kohta populatsioonis üldiselt. Seda siis seepärast, et kui positiivne:negatiivne seis oli 4:2, siis arvesse võttes, et pesakondade arv (valim) oli vaid 6, pole sugugi vähetõenäone, et kogu populatsioonis on seis 3:3 või ka 2:4. Seega nii suure pesakondade vahelise varieeruvuse (manipulatsiooni mõju osas) puhul ei saa nii väikese pesakondade valimi põhjal midagi järeldada manipulatsiooni mõju kohta populatsioonis üldiselt.


Juhuslike faktoritega ANOVA’t saab põhimõtteliselt teha PROC GLM’ga, kuid midagi olevat seal valesti jms. Suhteliselt hiljuti on välja töötatud PROC MIXED, seda siis just segatüüpi ANOVA tegemise jaoks. Põhimõte on üsna samasugune, süntaks vähe teistsugune (Näide 5-9). Vaikimisi saame testid vaid fixed faktorite mõju kohta, juhuslike faktorite kohta tehakse miskeid Z-teste, neid saab lisades suvandi COVTEST. Igast suvanditega MIXED näide on 5-10. Pane siis tähele, et juhuslikke faktoreid ei kirjutata model-lausesse ja ka seda, et kui miski faktor on kuulutatud juhuslikuks, on juhuslikud ka kõik seda faktorit sisaldavad koosmõjud. Pidev muutuja on alati fixed.

Korduvmõõtmistega ANOVA (repeated measures ANOVA)

tuleb kasutusele siis, kui näiteks ühte isendit (või muud värki) on mõõdetud mitu korda, näiteks on ühele isendile (siin kontekstis räägitakse subject’ist) rakendatud mitut manipulatsiooni või on teada uuritava muutuja väärtused mitmel ajahetkel, näiteks nii enne kui ka  pärast manipulatsiooni rakendamist. Selliseid olukordi ei tohi analüüsida nö ‘tavaliselt’, st ühe isendi erinevaid mõõtmisi eraldi vaatlustena käsitledes, sest nii teeme selle patu, et hindame vabadusastmeid üle - meil ei ole niimitut sõltumatut vaatlust kui mitu meil on mõõtmisi kirjas, ühest isendist saadud sõltuva muutuja väärtused on omavahel sõltuvad subjekti (isendi) võimalike individuaalsete omapärade tõttu. Vabadusastmeid üle hinnates võime kergesti saada liiga (st ebaausalt) ‘hea’ tulemuse (st liiga väikese p). Äärmise juhuna kujutame ette, et meil on üks loom (üks isend) keda söötsime porgandiga ja teine loom, keda kapsaga. Mõlemat mõõtsime sada korda ja oletame, et see porgandiga söödetu kasvas paremini. Kui nüüd analüüsiksime asja t-testiga ja vaatleksime iga mõõtmist omaette andmereana, saaksime kindlasti tulemuse äärmiselt oluliseks (N=200). Aga selge see, et järeldada sellest porgandi paremat kvaliteeti kapsaga võrreldes oleks totter, meil on ju vaid kaks sõltumatut vaatlust analüüsis ja mitte 200!


Teisalt võime mõnikord saada ka liiga kõrge p-väärtuse (ebaõiglaselt ‘kehva’ tulemuse) seeläbi, et me ei võta sedasamust isendite omapära  arvesse. Kui näiteks uurime miski töötluse mõju (karvakasvu peale kemikaaliga määrimist), siis karvakasvu väärtuste suure individuaalse muutlikkuse korral on palju abi teadmisest, milline see karv siis igal konkreetsel juhul enne määrimist oli. Mõlema probleemi vastu aitab subjektide mahasalgamatu arvessevõtmine ehk siis korduvmõõtmiste analüüsimiseks spetsiaalselt loodud statistikameetodid. Vaatame kahte näidet.

Näide 5-11. Huvitab, kuidas talve keskmine temperatuur mõjutab karu karvakasuka paksust. Igal kümnel talvel on püütud ja mõõdetud erinev hulk karusid (N varieerub 5-st 100-ni, kokku 400). Iga talve kohta on keskmise üks keskmise temperatuuri väärtus. Väga vale oleks teha nii, et käsitleme kõiki karusid sõltumatute vaatlustena ehk teeme regressiooni 400 punktiga, nii hindaksime vabadusastmeid fataalselt  üle. Õige on teha siis korduvmõõtmiste analüüs, subject’iks on siin siis aasta (st aasta on see, keda on korduvalt mõõdetud). Miks ei võiks aga aastate keskmised arvutada ja siis nende keskmistega regressioon teha? Suur viga see tõesti poleks, aga selline analüüs ei arvestaks asjaolu, et eri aastatel on eri arv loomi ja seega tuleks neid aastaid eri kaaluga arvesse võtta (repeated oskab seda arvestada!). 

Näide 5-12. Linnukesi söödetakse eri taimede seemnetega ja uuritakse parasiitide ohtrust kirjeldavat indeksit. Iga linnu parasiteeritust mõõdetakse 4 korda võrdsete ajavahemike tagant. Näide erineb eelmisest just aja kui faktori kaasamise poolest. Küsimus on eelkõige selles, kas parasitismi muutus ajas sõltub sellest, millega linde söödeti. Seepst on interpretatsiooniline põhitähelepanu suunatud time*trea koosmõjule: selle olulisusest järeldame, et dieet mõjutas parasiteerituse dünaamikat. Pane tähele type=ar(1) suvandit. Sellist kasutame sel puhul, kui on alust eeldada, et ajas lähestikku asuvad mõõtmised on omavahel rohkem korreleeritud kui ajas kaugemal asuvad. See type määrab siin nn. kovariatsioonistruktuuri ja antud juhul on see siis autoregressiivne (ar). Pane siis tähele, et eelmises näites type=cs, mis on siis selleks puhuks, kui ajaline lähedus ei põhjusta sarnasust, mis tolle uurimuse kontekstis on igati mõistlik eeldus. Neid kovariatsioonistruktuure on veel, sellega asi ei ammendu.


Nii, ar(I) eeldus tähendab detailsemalt lahti seletatuna seda, et kui naabervaatluste puhul on korrelatsioon roo (st selline kreeka täht), siis ajas kahe ühiku kaugusel olevate vaatluste puhul on see roo-ruut, edasi roo-kuup jne. Kuna korrelatsioon on kindlasti alla ühe, siis astmenäitaja suurenedes (ehk siis aja möödudes) need korrelatsioonid vähenevad, mida ongi mõistlik eeldada. Neid korrelatsioone arvutamaks tuleb siis moodustada andmestik, kus üheks muutujaks on vaatlused misiganes ajahetkel, teiseks muutujaks vaatlused üks ajaühik (mõõtmiskord) hiljem. Nende kahe muutuja vahele saame siis korrelatsiooni arvutada. Edasi koostame uue andmestiku, kus on kaks muutujat nii, et vastavaid väärtusi eraldab kaks ajaühikut, ja arvutame uue korrelatsiooni. Nii saame korrelatsioonikordajad, mis vastavad ühele, kaehele jne ajavahemikule: siit saame siis uurida, kuidas see korrelatsioonikordaja siis ajas muutub ja kas see muutus vastab sellele, mida me type lauses eeldasime. Selline protseduur on mõistagi kole keeruline ja sobivat nn kovariatsioonistruktuuri saab valida ka lihtsamalt, ehk suisa pimesi: tuleb teha mitmeid eri variante ja võrrelda vastavaid “Fit statistikuid”, mis MIXED outputis esinevad: AIC, AICC, SBC - mida väiksem fit statistiku väärtus, seda paremini mudel sobib.


Korduvmõõtmistega analüüse saab põhimõtteliselt teha ka PROC GLM’s, kuid seal on süntaks väga keeruline ja imelik. Ei soovita.

Nii, kõik ülalesitatu on muuhulgas hoiatuseks, et dispersioonanalüüsi saab ajada väga keeruliseks, st ühes mudelis võib korraga olla 1) nii juhuslikke kui fikseeritud faktoreid, 2) igasuguseid hierarhilisi struktuure (st mitte ainult kaks taset, vaid ka rohkem) ja 3) korduvmõõtmisi oma disainide kogu mitmekesisuses.  Kui asi läheb keeruliseks kätte, otsi abi. Või, mis veel parem, planeeri oma katse nii, et ei lähe nii keeruliseks et ise enam hakkama ei saa.

************************** jutu lõpp ***********************
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