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Testi võimsus

Testi võimsuseks (power) nimetatakse tõenäosust leida statistiliselt oluline seos antud testi rakendades antud suurusega valimi põhjal olukorras, kus tegelik seos üldkogumis on nii- või naasugune ja jääkhajuvuse tase (nt siis dispersioonid valimites ANOVA puhul) on ka teada;


ehk siis ütlemine “testi võimsus on 90%“ tähendab, et kui me antud olukorras rakendaksime kõnealust testi, siis saaksime 90% tõenäosusega statistiliselt olulise tulemuse;

ehk siis sellest saab rääkida vaid siis, kui meil on konkreetne idee tegeliku seose tugevusest olemas, see on siis põhimõtteliselt teistsugune probleemipüstitus kui varem, kus meil seda polnud.

Testi võimsus sõltub mõistagi tegeliku seose tugevusest üldkogumist, valimi suurusest ja jääkhajuvuse hulgast. Testi võimsuse analüüsi kasutame juhul, kui 


a) meid huvitab, kui suure valimi peame võtma selleks, et meid huvitav seos - mille olemasolus me miskipärast veendunud oleme - tuleks statistiliselt oluliseks mõistliku tõenäosusega (nt võimsus üle 80%), selliseid arvutusi kasutatakse mõistagi katsete planeerimisel;


b) me tahame järeldada midagi negatiivsest tulemusest, st sellest, et me ei leidnud olulist seost selle ja tolle vahel. Kui olulist tulemust ei saadud, siis võib selle põhjuseks olla vabalt lihtsalt see, et valim oli liiga väike – ehk siis oluline meeldetuletus: statistilise olulisuse mitteleidmine ei ole tõestus seose puudumise kohta. Seose puudumist ei saagi kuidagi tõestada, küll aga saab väita, et miski seos üldkogumis ei ole tugevam kui see või teine meid parasjagu huvitav väärtus. Üks viis sellise väite kinnitamiseks tuginebki testi võimsuse mõistele. Seda sedamoodi, et võime formuleerida järgmist tüüpi arutlusi: „meie oma valimi põhjal seost oluliseks ei saanud; kui seos oleks tegelikult (üldkogumis) „nii“ tugev, oleks meie valimi põhjal seose oluliseks saamise tõenäosus parasjagu suur, nt 85% (see siis see võimsus ongi); kuna meie aga ei saanud seda oluliseks, ju siis seos ikka ei ole valimis „nii“ tugev“.


Selline lähenemine eeldab, et me oskame hinnata, kui tugev seos on antud kontekstis see bioloogiliselt relevantne (ehk mis see „nii tugev“ seos on). Kui oskame hinnata, siis võime julgeda sellest läviväärtusest nõrgema seose kuulutada tingimisi puuduvaks (ehk siis „võib olla ta ju on seal, aga nii nõrguke, et samahästi kui teda polekski“). 

Lihtsamates olukordades saab ka oluliselt lihtsamalt - testi võimsusega sisuliselt analoogset informatsiooni pakuvad ka seose/erinevuse tugevuse näitajate vea hinnangud. Nii saame ju näiteks regressioonsirge tõusule leida standardvea või usalduspiirid ja hea õnne korral võime väita, et misiganes sirge, mis nende usalduspiiride vahele jääb, on nii väikese tõusuga, et efekt pole bioloogiliselt relevantne. Usalduspiirid saab leida nt ka võrreldavate rühmade keskmiste erinevustele t-testi puhul ja R-ruudule ANOVA kontekstis. 
Hüpoteesi testimine jms mõisted

Siin ei tule nüüd midagi põhimõtteliselt uut võrreldes loenguga 2, kus testi filosoofiast rääkisime, aga saagu siin ära mainitud mõisted, mida statistika teoorias kasutatakse. Aeg-ajalt mainitakse neid ökoloogiaalastes tekstides ka ja tore neist aru saada. Siiski pidasin kavalamaks mitte kohe alguses selliste sõnadega rääkida, et asja mitte ülearu formaalseks/segaseks ajada (tavaliselt me päris sellistes terminites ei mõtle).


Ehk siis tavalise statistilise testi puhul räägitakse nullhüpoteesist (tähistatakse H0) ja sisukast hüpoteesist (H1). Nullhüpotees on tavaliselt “seost (või erinevust) ei ole”, sisukas hüpotees siis vastavalt “seos (või erinevus) on olemas”. Ideoloogia siis selline, et kui sisukat hüpoteesi tõestada ei õnnestu (st ei saa p<0,05 või mis kriitilise p väärtuse valimegi), jääme oma tõlgendustes nullhüpoteesi juurde, ehk siis nullhüpotees on see, mida usume kehtivat vaikimisi, või siis vähemat peame targemaks sellest lähtuda, enne kui vastupidine on tõestatud.


Siin kontekstis räägitakse esimest tüüpi veast (type I error) ja teist tüüpi veast (type II error). Esimest tüüpi vea teeme, kui kuulutame H1 õigeks, kui ta tegelikult seda pole. Kui kasutame p väärtust 0,05, siis on esimest tüüpi vea tegemise tõenäosus seose puudumisel 5%. Teist tüüpi vea teeme, kui jääme oma tõlgendustes H0 juurde, kuigi tegelikult H1 on õige, ehk teisisõnu, ei leia seost üles. 

Mida konservatiivsemat lähenemist kasutame (valime väiksema kriitilise p väärtuse või konservatiivsema testi – nt mitteparameetrilise parameetrilise asemel), seda väiksem on I tüüpi vea tegemise tõenäosus, kuid seda suurem on II tüüpi vea tegemise tõenäosus ja vastupidi. Seega on esimest ja teist tüüpi vea tegemise tõenäosuste vahel lõivsuhe (trade-off).

Informatsioonikriteeriumid mudeli valimisel

 .... rakenduvad sellises olukorras, kus sõltuvat muutujat potentsiaalselt mõjutavaid faktoreid on palju ja me tahame oma mudelit lihtsustada, st jätta lõplikku mudelisse vaid piiratud arvu sõltumatuid muutujaid. Ökoloogias tekivad sellised olukorrad eriti sageli siis, kui tahame seletada miski liigi esinemist (ehk siis seda, kas uuritav liik kuskil kohal esineb või mitte: kaheväärtuseline sõltuv muutuja) või arvukust eri kohtades maastikult mõõdetud parameetritega. Maastikult võib mõõta mida iganes ja potentsiaalseid sõltumatuid muutujaid on seega väga palju, lõplikku mudelisse (mille põhjal teeme sisulised järeldused ja mille põhjal ehk ka ennustame nt liigi esinemist) tahame neist võtta ikka ainult need, millel ka tõesti mõju usume olevat. Olukord siis selline, millest räägitud teema 5 lõpus ja seal sai mainitud traditsioonilisem backward elimination lähenemine, kus eemaldasime muutujaid (kovariaate) mudelist ühekaupa vastavalt nende p-väärtustele. Backward elimination’il pole ehk häda midagi, kui meid sisuliselt huvitab ühe faktori (olgu see tüüpilise näitena treatment) mõju ja muud on sisuliselt mittehuvitava kovariaadi seisuses (vt teema 5). 
Kui me aga „pimesi“ otsime, millest meie sõltuv muutuja siis ikkagi sõltub (ja eriti kui me tahame koostada mudelit eesmärgiga ennustada sõltuva muutuja väärtusi, mitte niivõrd testida midagi) tuleb mängu mudelite võrdlus informatsioonikriteeriumide alusel. Sellise lähenemise korral hinnatakse iga mudelit (st sõltumatute muutujate komplekti) kui tervikut ja antakse mudelile kui tervikule „punkte“ vastavalt sellele, kui hästi ta andmeid seletab. Eeliseks võrreldes backward elimination‘iga on see, et me võrdleme mudeleid (st mõni sõltumatu muutuja vähem, mõni rohkem) kui tervikuid ja mitte sõltumatuid muutujaid ühekaupa suhteliselt meelevaldse ja omade probleemidega p-väärtuse alusel.  
Seos informatsiooniga olevat siin üsna abstraktne, seega ära väga pead murra selle sõna üle – idee selles, et parim mudel sisaldab maksimaalselt informatsiooni tegelikkuse kohta, mida kehvem mudel, seda rohkem ta seda kaotab. Levinuim on Akaike (jaapanlase nimi) informatsioonikriteerium, lühendiga AIC. Selle AIC väärtuse saab arvutada iga võrreldava mudeli jaoks oma ja see sõltub kahest asjast 1) mudeli sobivusest andmetega (väljendatuna läbi tõepära (likelihood), mis on tõenäosus saada olemasolevad andmed, kui uuritav mudel on tõene – aga see selleks), 2) mudeli keerukusest (mida rohkem sõltumatuid muutujaid ja interaktsioone jne, seda keerukam). Mudeli sobivust mõõdab muidugi ka R-ruut, aga sellel R-ruudul on selline omadus, et keerukamal mudelil (st sellisel, millele lisatakse sõltumatuid muutujaid), on see väärtus alati suurem. Selge ju tegelikult, kui me kaasame asja seletama lisaks enne kasutatutele veel ühe asja, siis ega see seletamine kehvemaks muutuda ei saa (iga lisatav muutuja seletab ära uue osa jääkhajuvusest). Selle AIC erinevus ja eelis ongi selles, et ta “karistab” mudelit tema keerukuse eest, ehk siis võrdse seletava jõu korral saab keerulisem mudel vähem punkte. Teisisõnu, AIC rakendades küsime, kas mudelit keerulisemaks tehes paranes seletusvõime piisavalt palju, et selle mudeli keerulisemaks tegemine oleks õigustatud.


Võrreldavaist parim mudel on selline, mille AIC väärtus on väikseim - AIC numbrilisest väärtusest on raske midagi järeldada, olulised on siis võrreldavate mudelite AIC’de erinevused. Neid erinevusi tähistatakse (i-de (suur delta alaindeksiga i) abil. AICi on AIC mugandus juhuks, kui valim ei ole väga suur. BIC on samatüüpi asi, aga veidi teistmoodi arvutatud, praktiline vahe olevat enamasti väike.


Lõplike järelduste tegemiseks on kaks võimalust: 1) teha need sobivaima mudeli põhjal (ehk siis sõltuv muutuja kuulutatakse sõltuvaks neist sõltumatuist muutujaist, mis selles parimas mudelis sisalduvad); 2) vaadelda korraga mitut piisavalt hästi sobivat mudelit. Viimasel juhul saab igale sellisele piisavalt heale mudelile arvutada kaalu (w – weight; mida parem sobivus AIC põhjal, seda suurem kaal). Vaata näiteid slaididelt. 

Siit saab edasi (või tagasi?) minna üksikute sõltumatute muutujate tähtsuse hindamisele. Iga muutuja „tähtsus“ (?) (importance) näitab, kui mitmes heaks tunnistatud mudelis ta esindatud on, kusjuures neid häid mudeleid kaalutakse nende kaaludega eelmises lõigus seletatud mõttes. Sellise sõltumatu muutuja importance, mis on esindatud kõigis „heades“ mudelites, on võrdne ühega. Need muutujad, mis on esindatud vähemates, nende importantsid on siis vastavalt alla ühe.  
Teistmoodi statistika: Bayes’i statistika

Nii, rääkisime ja rõhutasime, et p-väärtust ei tohi tõlgendada nii, et “p on tõenäosus, et valimis nähtav seos on saadud juhuslikult”. See oleks sama, mis väita, et tõenäosusega p üldkogumis seost ei ole. Nüüd toome näite, mis loodetavasti illustreerib seda asja ja ka olukorda, kus saab teha väiteid stiilis „tõenäosus, et on saadud juhuslikult on ….“.

Hasartmängija viskab täringut, aga võib kahtlustada, et tal võib olla sohitäring, st selline kus kõik numbrid on kuued. Mängime nii, et saabki esimesel viskel “kuue”. P,  st tõenäosus saada selline tulemus juhuslikult tavalise täringuga visates on 1/6 ehk p=0,167. Kas saame järeldada, et tõenäosusega 16,7% on tulemus saadud juhuslikult (st tavatäringuga)? Millest omakorda järelduks, et 83,3% tõenäosusega ei ole tulemus saadud juhuslikult, ehk siis sellise tõenäosusega on täring sohitäring? No ei saa ju kuidagi, peaks ilmne olema - st kust me seda võime teada, kui kalduv see mängija üldse sohki tegema on, ja ilmselgelt sõltub vastus küsimusele just sellest. See näide loodetavasti illustreerib asjaolu, et need „saada“ ja „saadud“ laused ei ole sugugi sünonüümsed. Just samamoodi ja sellepärast ei saa öelda tavalise statistilise testi puhul, et tõenäosusega p seost üldkogumis ei ole: me ei tea, kui sagedased/võimalikud on looduses üldse sellised juhud, kus üldkogumis seda va seost pole, 


aga olukord muutub, kui see on kuskilt ette teada, kui sageli mängija üldiselt  sohki teeb. Kui me teame, et ta pooltel juhtudel teeb (tal on täring, kus kõigil külgedel on kuued) ja pooltel ei tee (tavaline täring), vot sellise teadmise (eeljaotus, prior distribution) olemasolul saame arvutada, et kui ta viskab kuue, on tal 85,7% tõenäosusega sohitäring ja 14,3% tõenäosusega õige (järeljaotus, posterior distribution). See väide põhineb nüüd siis Bayesi statistikal. 

Sama ökoloogilisema näite varal. Püüdsime metsast 10 emast ja 6 isast. Kui  teame, et 1) looduses on isaste ja emaste enamusega populatsioone võrdselt, on väga tõenäone (üle 50% on see kindlasti), et meie uuritav populatsioon  ongi emaste enamusega; 2) looduses on vaid iga tuhandes populatsioon emaste enamusega, on vaatamata emaste enamusega valimile ikkagi väga vähe tõenäone (siiski üle tuhandiku on see tõenäosus), et uuritav populatsioon on emaste enamusega; 

Ja sama nüüd pideva muutuja kohta. Uurime korrelatsiooni kahe muutuja vahel. Olgu meil (esimene, vt pilti all) valim, milles r=0,167 ja olgu meil kuskilt teadmine, et kõikvõimalikud r-i väärtused on looduses võrdtõenäosed (eeljaotus, joonisel katkendliku joonega). Sünteesides eeljaotust ja valimit, saame järeljaotuse, mis näitab, kui tõenäolised on meie üldkogumis erinevad r-i väärtused.   
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Seda esimese uurimuse käigus saadud järeljaotust võib kasutada teise uurimuse käigus saadud tulemuse Bayesi statistikal põhineval analüüsil. Saame teise valimi, milles korrelatsioon on hoopis negatiivne. Sünteesides seda teist valimit ja eeljaotust, saame uue järeljaotuse. Tulemust saame tõlgendada näiteks nii, et kahe muutuja vaheline korrelatsioon on positiivne niisuguse tõenäosusega ja negatiivne naasuguse (üks miinus niisuguse) tõenäosusega.  
...  ehk siis Bayesi statistikat saab kasutada siis, kui meil on oma töö tulemustest sõltumatu eelnev teadmine sellest, kui tõenäosed on looduses mingi (nt seose tugevust iseloomustava parameetri) väärtused ja seda eelinfot andmetega sünteesides saame analüüsi väljundina uue, ajakohastatud arusaama parameetri eri väärtuste tõenäosusest looduses; ehk siis saame öelda, et nii ja teistsuguse tõenäosusega on miski parameeter miskis vahemikus. Selliseid väiteid tavastatistikas teha ei saa. Ehk veelkord, ülalseletatust lähtuvalt - Bayesi statistikal põhineva analüüsi tulemusena saame me formuleerida selliseid väiteid nagu “a ja b vahel on positiivne seos 99% tõenäosusega“. Pane siis veelkord tähele ehk tuleta meelde ja jäta meelde, et tavalise statistika tulemus “p=0.01” ei ole sellisel viisil interpreteeritav. 

Ilus küll, aga Bayesi statistikat kasutada võimaks peab meil siis olema  kvantitatiivne arusaamine sellest, milline on uuritava väärtuse oodatav sagedusjaotus üldkogumis, muidu ei saa.

Bayes’i statistikal põhinevate analüüside läbiviimiseks on olemas eraldi programmid.  

Veel üldisi asju,  tähelepanekuid ja vigade ennetamisi
* olgu uuritud miski manipulatsiooni (treatment) mõju kahte eri liiki loomale. Ühe puhul saime mõju oluliseks, teisel puhul mitte. Kas võime järeldada, et treatmendi mõju eri liikidele on erinev? Ei või, seda väitmaks peame näitama ära koosmõju olulisuse. Elementaarne iseeneselt, aga sellist viga tehakse sageli, et leitakse, et ühes rühmas asi leiti ja teises mitte, ja diskussioonis minnakse arutama erinevuste põhjusi.

* pideva muutuja klassidesse jagamine analüüsi tarbeks pole kuidagi õigustatud. Analüüsis me kindlasti kaotame võimsuses ja kui saamegi mingil moel “parema” p-väärtuse - näiteks seetõttu, et meie poolt tekitatud rühmade sees on seos teistpidine, mis rühmitamisel arvestamata jääb - siis on see pettuse värk. Ehk siis pidevat muutujat käsitlegem analüüsis pidevana! Klassidesse jagamine võib siiski olla asjalik joonise tegemisel (näiteks kui binaarne muutuja sõltub pidevast muutujast ja analüüsime logistilise regressiooniga) – ehk siis näitlikustamiseks, aga mitte analüüsiks!


* Kui päris aus olla, siis peaks hüpotees olema olemas enne andmete vaatamist -
ehk teisisõnu, hüpotees tuleb genereerida ühe andmestiku peal (või teooriast)  ja testida teise peal. Igast andmestikust võib välja lugeda ja otsida teab kui keerulisi seaduspärasusi ja seoseid ja mida keerulisem seos, seda väiksem on tõenäosus saada see juhuslikult ehk siis analüüsides saaksime väga väikese p. Siiski pole selline p väärt midagi - oleks väärt, kui vastav hüpotees oleks meil olnud enne andmete vaatamist. Noh jah, aga praktikas on sageli raske üheselt otsustada, millal miski mõte tekkis...

Lõpetuseks veel seda, et statistika ülesanne pole vastata küsimusele seose põhjuslikkuse (kausaalsuse)  kohta, statistika leiab, et a ja b vahel on seos, aga kas a mõjutab b’d või vastupidi või mõjutab miski c nii ühte kui teist. Üldjuhul ei saa me põhjuslikkuse kohta otsustada korrelatiivse seose põhjal (st olukorras, kus leidsime meist sõltumata olemas olnud seose). Põhjuslikkuse saame kindlaks teha katsest, kus teadlikult manipuleerime meid huvitava tunnuse (sõltumatu muutuja) väärtusi ja uurime manipulatsiooni mõju sõltuva muutuja väärtustele. See on aga juba katsedisaini, mitte statistika küsimus – miski statistiline ime ei võimalda tuvastada kausaalsust olukorras, kus katsedisain seda ei võimalda.

Ja veel, ole mõistlik sinu poolt esitatavate statistikute täpsuse osas! Arvuti annab kõikvõimalike statistikute väärtused kuitahes täpselt, aga mõtle enne, kui neid numbreid seal maha kirjutad! P-väärtusi pole minu meelest kunagi mõttekas esitada täpsemalt kui kahe tüvenumbriga (tüvenumber on siis kõik numbrid v.a. kümnendmurruna esitatud arvu alguses olevad nullid), st p<0.0012, aga mitte p<0.001278 ega ka mitte p=0.7896 - eriti viimast - selgelt mitteolulisust tõendavate p-väärtuste puhul on juba kõik tüvenumbrid peale esimese ei midagi muud kui müra, millest ei saa midagi asjalikku järeldada, st mitteolulise tulemuse raporteerimisel on p>0.7 täiesti piisav täpsus.


Sama siis ka muude statistikutega (korrelatsioonikordajad vms.) - enamasti piisab kahe tüvenumbri täpsusest. Rohkem ikka vaid siis, kui nende esitamisel on 1) sisuline mõte ja 2) hinnang on piisavalt täpne tagamaks seda, et need viimased numbrid seal on muud kui müra.
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